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ÖNSÖZ 

 

Son yıllarda beyin bilgisayar arayüzü sistemleri teknolojisi hızla geliĢmektedir. 

GeliĢen bu teknolojiyle bu sistemlerin temelini oluĢturan elektroensefalografi ve 

elektrokortikografi iĢaretlerine uygulanan ön iĢlem, öznitelik ve sınıflandırma yöntemleri 

önemlidir. Bu çalıĢmada bu yöntemlere ek olarak elektroensefalografi ve 

elektrokortikografi iĢaretlerinin denemelerinin tüm örneklerini kullanmak yerine etkin 

zaman dilimleri seçilerek daha hızlı ve yüksek performanslı beyin bilgisayar arayüzü 

sisteminin oluĢturulması amaçlanmıĢtır.  

Bu çalıĢmanın amacına ulaĢması için engin bilgi ve yenilikçi düĢünceleriyle bana yol 
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minnetle sunarım.  

ÇalıĢmalarım süresince sabır, destek ve sevgileriyle yanımda olup hayatım boyunca 

bana güç veren anneme ve babama ve Gökhan Galip ERGÜN‟e Ģükranlarımı sunarım. 

 

Ebru YAVUZ 

Trabzon 2017 

 

 

 

 

 

 

 

 

  

 

 

 

 



IV 

  

 

 

 

TEZ ETİK BEYANNAMESİ 

 

 

Yüksek Lisans Tezi olarak sunduğum “Beyin Bilgisayar Arayüzü ĠĢaretlerinin Farklı 

Zaman Dilimlerinden ÇıkarılmıĢ Özniteliklerle Sınıflandırma Doğruluğunun Arttırılması” 

baĢlıklı bu çalıĢmayı baĢtan sona kadar danıĢmanım Yrd. Doç. Dr. Önder AYDEMĠR‟ in 

sorumluluğunda tamamladığımı, verileri/örnekleri kendim topladığımı, deneyleri/analizleri 

ilgili laboratuvarlarda yaptığımı/yaptırdığımı, baĢka kaynaklardan aldığım bilgileri metinde 

ve kaynakçada eksiksiz olarak gösterdiğimi, çalıĢma sürecinde bilimsel araĢtırma ve etik 

kurallara uygun olarak davrandığımı ve aksinin ortaya çıkması durumunda her türlü yasal 

sonucu kabul ettiğimi beyan ederim. 02/06/2017 

 

 

 

 

                                                                                                 Ebru YAVUZ 

 



V 

  

İÇİNDEKİLER 

 

Sayfa No 

ÖNSÖZ  .............................................................................................................................. III 

TEZ ETĠK BEYANNAMESĠ .............................................................................................. IV 

ĠÇĠNDEKĠLER ..................................................................................................................... V 

ÖZET…. ............................................................................................................................. VII 

SUMMARY ..................................................................................................................... VIII 

ġEKĠLLER DĠZĠNĠ ............................................................................................................. IX 

TABLOLAR DĠZĠNĠ ........................................................................................................... XI 

SEMBOLLER DĠZĠNĠ ....................................................................................................... XII 

1.  GENEL BĠLGĠLER ................................................................................................ 1 

1.1.  GiriĢ ........................................................................................................................ 1 

1.2.  Beynin Temel Yapısı .............................................................................................. 2 

1.3.  Sinir Sisteminin Genel Yapısı ve Biyoelektrik Potansiyeller ................................ 4 

1.4.  Beyin Görüntüleme Teknikleri ............................................................................... 6 

1.4.1.  Elektroensefalografi  .............................................................................................. 6 

1.4.2.  Elektrokortikografi ................................................................................................. 7 

1.4.1.1.  Elektroensefalografi ve Elektrokortikografi ĠĢaretlerinin Genel Özellikleri .......... 8 

1.4.1.2.  Elektroensefalografi ve Elektrokortikografi Dalga ġekilleri .................................. 8 

1.5. Beyin Bilgisayar Arayüzü  ..................................................................................... 9 

1.6.  Literatür AraĢtırması ............................................................................................ 11 

2.  YAPILAN ÇALIġMALAR ................................................................................. 18 

2.1.  Malzeme ............................................................................................................... 18 

2.1.1.  Veri Kümesi 1 ...................................................................................................... 18 

2.1.2.  Veri Kümesi 2 ...................................................................................................... 19 

2.1.3.  Veri Kümesi 3 ...................................................................................................... 19 

2.2. Yöntem ................................................................................................................. 21 

2.2.1.  Hareketli Ortalama Filtresi ile ÖniĢleme  ............................................................. 21 

2.2.2.  Öznitelik Çıkarma Yöntemleri ............................................................................. 21 

2.2.2.1.  Dalgacık DönüĢümü ............................................................................................. 22 

2.2.2.2.  Ortalama Türev ..................................................................................................... 24 

2.2.2.3.  Çarpıklık ............................................................................................................... 24 



VI 

  

2.2.2.4.  Basıklık ................................................................................................................. 24 

2.2.2.5.  Varyans ................................................................................................................. 25 

2.2.2.6.  Özbağlanım Metodu ............................................................................................. 25 

2.2.3. Sınıflandırma Yöntemleri  .................................................................................... 25 

2.2.3.1. k-En Yakın KomĢuluk Yöntemi ........................................................................... 27 

2.2.3.2.  Destek Vektör Makineleri .................................................................................... 28 

2.2.3.3.  Doğrusal Ayırma Ayıracı ..................................................................................... 30 

2.2.3.4.  Kısmi En Küçük Kareler Regresyonu .................................................................. 30 

2.2.4.  Karar Ağaç Yapısı ................................................................................................ 31 

2.3.  Önerilen Yöntem .................................................................................................. 32 

3.  BULGULAR ........................................................................................................ 34 

3.1.  Veri Kümesi 1 ile Elde Edilen Bulgular ............................................................... 34 

3.2. Veri Kümesi 2 ile Elde Edilen Bulgular ............................................................... 38 

3.3.  Veri Kümesi 3 ile Elde Edilen Bulgular... ............................................................ 43 

3.3.  A KiĢisi Ġçin Yapılan Hesaplamalar ve Bulgular ................................................. 44 

3.3.  B KiĢisi Ġçin Yapılan Hesaplamalar ve Bulgular... .............................................. 46 

3.3.  C KiĢisi Ġçin Yapılan Hesaplamalar ve Bulgular... .............................................. 48 

4.  SONUÇLAR VE TARTIġMA ............................................................................. 51 

5. ÖNERĠLER .......................................................................................................... 55 

6.  KAYNAKLAR ..................................................................................................... 57 

ÖZGEÇMĠġ   



VII 

  

Yüksek Lisans Tezi 

 

ÖZET 

 

BEYĠN BĠLGĠSAYAR ARAYÜZÜ ĠġARETLERĠNĠN FARKLI ZAMAN 

DĠLĠMLERĠNDEN ÇIKARILMIġ ÖZNĠTELĠKLERLE SINIFLANDIRMA 

DOĞRULUĞUNUN ARTTIRILMASI 

Ebru YAVUZ 

 

Karadeniz Teknik Üniversitesi 

Fen Bilimleri Enstitüsü 

Elektrik- Elektronik Mühendisliği Anabilim Dalı 

DanıĢman: Yrd. Doç. Önder AYDEMĠR 

2017, 64 Sayfa 

 

Son yıllarda biyomedikal mühendisliği alanında yapılan çalıĢmalar, sağlıklı bir insan 

beyninin, kiĢinin hiç bir kas hareketi yapmadan sadece düĢünerek çeĢitli elektronik cihazları 

kontrol edebileceğini ve felçli hastaların hayatlarını kolaylaĢtıracak olan beyin bilgisayar arayüzü 

(BBA) sistemlerinin oluĢturulabileceğini göstermiĢtir.  

Bu tez çalıĢmasında, amyotrofik lateral skleroz gibi kas sistemlerini kullanamayan hastaların 

hayatlarını kolaylaĢtırmak için BBA sistemlerinin temelini oluĢturan elektroensefalografi (EEG) ve 

elektrokortikografi (ECoG) iĢaretleriyle çalıĢılarak, bu iĢaretlerin farklı zaman dilimlerinden (epok) 

çıkarılan öznitelikler ile sınıflandırma doğruluğunun arttırılması amaçlanmıĢtır. Daha hızlı ve 

doğru BBA sistemlerinin oluĢturulmasının amaçlandığı bu tez çalıĢmasında, BCI Competition 2003 

Data Set Ia veri kümesi (Veri Kümesi 1), BCI Competition 2005 Dataset I veri kümesi (Veri 

Kümesi 2) ve Karadeniz Teknik Üniversitesi Elektrik-Elektronik Mühendisliği Bölümü 

bünyesindeki EEG AraĢtırma Laboratuvarında gerekli etik izinler alınarak 3 sağlıklı bireyden (A, 

B, C kiĢileri) kaydedilmiĢ EEG veri kümesi (Veri Kümesi 3) kullanılmıĢtır. Elde edilen sonuçlar 

literatürde yapılan çalıĢmalar ile karĢılaĢtırılarak tezde kullanılan yöntemin performansı 

değerlendirilmiĢtir. Bu sonuçlara göre önerilen yöntem ile Veri Kümesi 1 ve Veri Kümesi 2 ile 

sırasıyla %99.31 ve %99.00 sınıflandırma doğrukları (SD) hesaplanarak literatürdeki en iyi 

sonuçlara ulaĢılmıĢtır. Veri Kümesi 3 ile ise A, B ve C kiĢisi için sırasıyla %82.24, %62.50, 

%57.23 SD hesaplanarak literatürdeki çalıĢmalara göre B ve C kiĢisi ile %4.6 ve %1.31 oranında 

SD arttırılırken A kiĢisi için SD oranı değiĢmemiĢtir.  

 

 

Anahtar Kelimeler: Elektroensefalografi, Elektrokortikografi, Beyin-Bilgisayar Arayüzü, Etkin 

Zaman Dilimi, Öznitelik Çıkarma, Sınıflandırma 
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Master Thesis 

 

SUMMARY 

 

BRAIN COMPUTER INTERFACE SIGNALS INCREASED ACCURACY WITH 

CLASSIFICATION OF DIFFERENT TIME SEGMENTS 

Ebru YAVUZ 

 

Karadeniz Technical University 

The Graduate School of Natural and Applied Sciences 

Electrical and Electronics Engineering Graduate Program 

Supervisor: Yrd. Doç. Dr. Önder AYDEMĠR 

2017, 64 Pages 

 

Recent studies in biomedical engineering and neurology showed that a healthy human brain 

can control a variety of electronic devices only by thinking without making any muscle 

movements, in this way it can be created brain computer interface (BCI) systems that facilitate the 

lives of paralyzed patients. 

 In this thesis, in order to facilitate the lives of patients who can not use muscle systems such 

as amyotrophic lateral sclerosis, electroencephalography (EEG) and electrocorticography (ECoG) 

signals were used in BCI systems. Then, It aimed to increase the classification accuracy with 

features to be extracted from different time periods (epochs) of these signals. In this thesis study, 

the following three data sets are used for the creation of faster and more accurate BCI systems: BCI 

Competition 2003 Data Set Ia (Data Set 1), BCI Competition 2005 Data Set I (Data Set 2) and EEG 

data set recorded from 3 healthy individuals taking necessary ethical permissions in the EEG 

Research Laboratory of the Electrical and Electronics Engineering Department of the Karadeniz 

Technical University (Data Set 3). The results obtained are compared with the literature studies, 

then performance of this method used in the thesis was evaluated. According to these results, 

99.31% and 99.00% classification accuracy (SD) were calculated with Data Set 1 and Data Set 2 

which the best results in the literature. For Data Set 3, 82.24%, 62.50%, 57.23% SD were 

calculated for A, B and C respectively. According to the studies in the literature, SD was increased 

by 4.6% and 1.31% for B and C subjects, whereas SD did not change for A subject.  

 

 

Key Words: Electroencephalography, Electrocorticography, Brain-Computer Interface,                

Effective Time Segment, Feature Extraction, Classification 
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1. GENEL BİLGİLER 

 

1.1. Giriş 

 

Son yıllarda bilim dünyasında, evrende en karmaĢık ve geliĢmiĢ biyolojik 

organizasyon olarak bilinen beyin ile ilgili yapılan çalıĢmalar hızlı bir biçimde artmaktadır 

[1]. Beyin, tüm vücut iĢlevlerini kontrol eden bir organdır ve insan vücudunun ana kontrol 

merkezi konumundadır. Bu merkezi organ, duyu organlarından ve vücudun diğer 

bölgelerinden gelen bilgiyi değerlendirir, iĢler ve tekrar vücudun ilgili yerlerine geri 

gönderir. Bilginin iletimi, merkezi sinir sistemi sayesinde gerçekleĢmektedir [2], [3]. 

Merkezi sinir sisteminin ana yapısını nöron olarak adlandırılan sinir hücreleri 

oluĢturmaktadır. Merkezi sinir sistemindeki milyonlarca sinir hücresinin birbiriyle 

etkileĢimi sayesinde elektriksel devrelere benzer yollarla bilgi akıĢı sağlanır [4]. Bu bilgi 

akıĢı sırasında beyin aktivitelerini ölçmek için saç derisinin belirli bölgelerine 

yerleĢtirilmiĢ küçük metal elektrot yardımıyla elektroensefalografi (EEG) verileri, beyin 

yüzeyine yerleĢtirilen elektrot ızgarası yardımıyla elektrokortikografi (ECoG) verileri 

kaydedilir. Belirli frekans ve genlik değerlerine sahip olan bu veriler birçok hastalık 

teĢhisinde kullanılmaktadır. Ayrıca, diğer beyin görüntüleme tekniklerine göre 

uygulamasının daha hızlı olması ve verilerin yüksek kaliteli olması bakımından bu 

teknikler beyin bilgisayar arayüzü (BBA) sistemlerinin temelini oluĢturmaktadır [5].  

Son yıllarda uygulama sistemleri ile oldukça geniĢ bir araĢtırma alanı oluĢturan farklı 

bir ifade ile beyin aktivitelerini okumaya çalıĢan BBA sistemleri hızla geliĢmektedir. Bu 

sistemler, çeĢitli nöroprotezleri, elektromekanik bir kolu veya bir bilgisayar tarafından 

kontrol edilebilecek hemen hemen her Ģeyi potansiyel olarak kontrol edilebilir [5], [6]. 

BiliĢsel iĢlevlerinde sıkıntı olmayan sadece motor nöronları bozuk olan hastaların 

hayatlarını kolaylaĢtıran bu sistemler sinyal toplama, öniĢleme, öznitelik çıkarımı, 

sınıflandırma ve kontrol çıktısı aĢamalarından oluĢmaktadır. Hastalara daha hızlı ve yüksek 

doğrulukta yanıt vermesi bakımından yüksek performanslı BBA sistemleri için EEG ve 

ECoG verilerine uygulanan ön iĢleme, öznitelik çıkarma ve sınıflandırma yöntemleri 

önemlidir. Bu tez çalıĢmasında ön iĢleme, öznitelik çıkarma ve sınıflandırma yöntemlerine 

ek olarak EEG ve ECoG verilerinin denemelerinin tüm örneklerini kullanmanın yerine bu 

veriler belirlenen zaman dilimlerine (epok) ayrılarak yüksek baĢarımlı BBA sistemi için bir 
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yöntem önerilmiĢtir. Bu yöntem ile sınıflandırma doğruluğu arttırılarak öznitelik çıkarım 

süresinin azaltılması amaçlanmıĢtır. 

Bu tez çalıĢmasında önerilen yöntem BCI Competition 2003 Dataset Ia Veri 

Kümesine (Veri Kümesi 1), BCI Competition 2005 Dataset I Veri Kümesine (Veri 

Kümesi  2) ve Karadeniz Teknik Üniversitesi‟nde Önder Aydemir tarafından kaydedilen 

Ġmleç Hareketi Hayaline Dayalı Elektroensefalografi Veri Kümesine (Veri Kümesi 3) 

uygulanmıĢtır. Önerilen yöntem uygulanırken Veri Kümesi 1 için 14 epok, Veri Kümesi 2 

için 12 epok ve Veri Kümesi 3 için 16 epok oluĢturulmuĢtur. Daha sonra Veri Kümesi 1, 

sinyal iĢlemede sıklıkla kullanılan hareketli ortalama filtresi [7] ile ön iĢlemden geçirilip bu 

veri kümesinin her bir denemesinden ortalama türev tabanlı öznitelikler çıkarılmıĢtır. 

Çıkarılan öznitelikler sırasıyla k-En yakın komĢuluk (k-EYK), destek vektör makinaları 

(DVM) ve doğrusal ayrım ayracı (DAA) yöntemi ile sınıflandırılmıĢtır. Veri Kümesi 2 için 

de öznitelik çıkarma aĢaması hariç Veri Kümesi 1 ile aynı prosedür izlenmiĢtir. ECoG 

tabanlı olan Veri Kümesi 2‟nin her bir denemesinden ise dalgacık dönüĢümü tabanlı 

öznitelikler çıkarılmıĢtır. 3 kiĢiden kayıt alınan Veri Kümesi 3 için ise Aydemir‟in [8] 

doktora tezinde uyguladığı karar ağaç yapısı, öznitelik çıkarma yöntemleri ve sınıflandırma 

yöntemleri kullanılmıĢtır. Aydemir‟in her bir kiĢi için ayrı olarak oluĢturduğu 3 düğümde 

kullandığı algoritmalara ek olarak, bu tez çalıĢmasında etkin epokların tespiti için 

oluĢturulan yöntem tüm kiĢilerin her bir düğümüne uygulanmıĢtır. Böylece 3 veri 

kümesine uygulanarak bu tez çalıĢmasında önerilen yöntem ile seçilen etkin epoklardan 

çıkarılan özniteliklerin sınıflandırılması sonucu yüksek baĢarıma sahip, hızlı bir BBA 

sistemi önerilmiĢtir. Bu kapsamda önerilen yöntemler Veri Kümesi 1 ve Veri Kümesi 2 

için MATLAB 2015‟de, Veri Kümesi 3 için ise MATLAB 2010‟da programlanmıĢtır. Elde 

edilen sonuçlar literatürdeki çalıĢmalarla karĢılaĢtırılarak tezde kullanılan yöntemlerin 

baĢarımı değerlendirilmiĢtir. 

 

 

1.2. Beynin Temel Yapısı 

 

Ön, orta ve arka beyin olmak üzere üç temel kısımdan oluĢan beyin sinir sistemini 

kontrol eder, çevresel sinir sistemini yönetir ve hemen hemen insanın tüm fonksiyonlarını 

düzenler [9]. Ön, orta ve arka beyin kendi içlerinde birbirleri ile iletiĢim halindedir ve her 

birinin birbirinden bağımsız görevleri vardır. ġekil 1.1‟de insan beyninin genel görüntüsü 

verilmiĢtir. 
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ġekil 1.1 Ġnsan beyninin genel görüntüsü 

 

Ġnsan beynin en büyük kısmı olan ön beyin uç beyin ve ara beyin olmak üzere iki 

kısımdan oluĢur. Önden arkaya doğru uzunlamasına bir çizgiyle birbirinden ayrılan uç 

beyin beynin diğer kısımlarını üstten kapatır ve iki yarım küreden oluĢmaktadır. Bu yarım 

küreler sinir aksonlarından oluĢan alt kısımda beyin üçgeni bağlarıyla, üst kısımda nasırlı 

cisim bağlarıyla birbirine bağlanmıĢtır. Bu beyin dıĢ kısımda beyin kabuğu (korteks) adı 

verilen boz madde, iç kısımda ise miyelinli akson demetlerinden meydana gelmiĢ ak 

maddeden oluĢur. Ayrıca, beynin bu yarım küresinde beyin kabuğuna giren ve çıkan 

impulsların iletimi ak madde içerisinde bulunan boz madde kütleleri ile sağlanır. Duyu 

organların merkezi konumunda olan bu kısım hafıza, öğrenme, değerlendirme, hayal 

kurma, bilinçli düĢünme, konuĢma, yazma, çağrıĢım ve istemli hareket gibi olayları 

denetler [10]. Ön beynin iki kısmından biri olan ara beyin ise talamus, hipotalamus ve 

hipofiz bezinin arka bölgesinden oluĢur. Beynimizin en önemli bölümü ve en büyük kısmı 

olan talamus ceviz büyüklüğünde bir sinir dokusudur. Koku duyusu hariç tüm duyu 

organlarının bağlantı yeri burada yer alır. Ġnsan hücre haberleĢmesi ve denetiminin önemli 

merkezlerinden biri olan hipotalamus sinir sistemi ile hormon sistemini birbirine bağlar. 

YaklaĢık 600 miligram ağırlığında olan hipofiz bezi vücuttaki tüm salgı bezlerinin 

kontrolünü sağlar. 

Ön beyin ile arka beyin arasında bulunan orta beyin, iĢitme ve görme ile alakalı 

önemli iĢlevler yapan nöronlar bulundurur.  
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Arka beyin beyincik ve omurilik soğanından oluĢur. Omurilik soğanı (medulla) 

omuriliğin beyin ile bağlantı yaptığı yerdeki ĢiĢkin bölgedir. Beynin arka alt kısmında 

bulunan beyincik iki yarım küreden oluĢur. Bu kısım omurilik soğanı üzerinde yer alır ve 

nöron gövdeleri tarafından oluĢan boz maddeden yapılmıĢ olan kabuk kısma sahiptir. 

Ayrıca, beyincik sinir sisteminin önemli organlarından biridir [10]. Beyinciğin altında yer 

alan omurilik soğanı ise omurilik ile varol köprüsü arasında yer alır. Beyin ile diğer vücut 

organlarının bağlantısı omurilik soğanı ile sağlanır [11]. Omurilik ve beyin arasında 

sinirsel iletimi sağlayan omurilik soğanı aynı zamanda sindirim, boĢaltım, solunum, kalp 

atıĢ hızı ve metabolizma gibi birçok hayatsal iĢlevi kontrol ettiği için buna hayat düğümü 

de denilmektedir. 

 

 

1.3. Sinir Sisteminin Genel Yapısı ve Biyoelektrik Potansiyeller 

 

Merkezi sinir sistemi iç organlardan veya kaslardan gelen uyartılara cevap vererek 

canlı vücudunu yöneten, hücre ile organların uyumlu bir Ģekilde çalıĢmasını ve ayrıca 

istemli hareketlerin gerçekleĢmesini sağlayan bir sistemdir [11]. Bu sistem ġekil 1.2‟de 

genel yapısı verilen milyonlarca sinir hücresinden diğer adıyla nörondan oluĢur.  

 

 

 

ġekil 1.2. Sinir hücresi 

  

GeniĢ hücre gövdesi ile bu gövdeden çıkan uzantılara sahip olan nöronlar sinir 

sisteminin ana yapısını oluĢturur. Bu uzantılar dentrit ve akson olarak adlandırılır.  Çok 

sayıda kısa uzantıdan oluĢan ve hücrenin kökleri konumunda olan dentritler alıcı 

hücrelerinden uyarıları alır ve hücrenin gövdesine iletilmesini sağlar. Sinir hücresinin 
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gövdesinden çıkan uzun ve tek parçadan oluĢan aksonlar ise uyarıların gönderilmesinde 

etkindir ve beyne mesajların taĢınmasında aktiftirler. Sinir hücrelerinin bu Ģekilde birbirleri 

ile iliĢki halinde olmasıyla bilgi akıĢı sağlanır. Hücreler arası bu bilgi akıĢ noktaları sinaps 

olarak adlandırılır. Kimyasal veya elektriksel olmak üzere iki tür sinaps geçiĢi 

bulunmaktadır. Bu iki türden sinir hücreleri arasındaki bağlantının çoğu kimyasal olarak 

gerçekleĢmektedir. Kimyasal iletimde bilginin iletilmesi, akson ile diğer sinir hücresi 

arasında direk bağlantı olmadan sadece kimyasal sinir ileticileri ile gerçekleĢmektedir [11]. 

Sinapslar ile hücreler arası bilgi akıĢının sağlanması sinir hücrelerine gelen uyaranın 

oluĢturduğu aksiyon potansiyelleri ile sağlanmaktadır. Aksiyon potansiyeli Ģu Ģekilde 

gerçekleĢmektedir: 

 Hücrenin içi ve dıĢı arasındaki iyon dağılımının dengesiz olması burada elektriksel 

yük farkının oluĢmasına neden olur. Bu dengesiz iyon dağılımı Sodyum (   ) iyonlarının 

hücre içine, Potasyum (  ) iyonlarının hücre dıĢına çıkmak istemesinden 

kaynaklanmaktadır. Bütün canlı hücrelerinin içi her zaman dıĢarıya göre daha negatif 

yüklüdür ve bu durum bütün canlı hücrelerin ortak özelliği olan yaklaĢık -70 milivolt (mV) 

değerindeki “dinlenme zar potansiyeli” olarak adlandırılır. Uygun bir uyaranla zarda 

bulunan hızlı sodyum kanallarının açılmasıyla hücrelere çok hızlı bir sodyum giriĢi olur ve 

normalde dinlenme zar potansiyelinde olan hücre zarının potansiyeli +30mV‟a kadar çıkar. 

Hücredeki bu büyük voltaj değiĢikliği “eylem (aksiyon) potansiyeli” olarak adlandırılır 

[12].  Bir sinir hücresinin aksiyon potansiyelinin oluĢumunda gerçekleĢen evreler ġekil 

1.3‟te gösterilmiĢtir.  

 

ġekil 1.3‟e göre; 

1)  Dinlenme potansiyelinde olan hücreye gelen bir uyarı ile     kapıları açılır. 

2) Depolarizasyon olarak ifade edilen bu kısımda voltaja bağlı açılan     

kapılarından hücre içine büyük miktarda     girer.  

3)      kapıları kapanır ve daha sonra voltaja bağlı    kapıları açılır.  

4)  Repolarizasyon baĢlangıcı olarak adlandırılan bu kısımda    kapılarından hücre 

dıĢına   çıkıĢı olur.   

5)  Voltajın düĢmesi ile birlikte    kapıları kapanır.  
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ġekil 1.3. Aksiyon potansiyeli evreleri 

 

 

1.4. Beyin Görüntüleme Teknikleri 

 

BiliĢsel iĢlevleri esnasında normal insan beyninin davranıĢlarını inceleyebilmek için 

beyin görüntüleme yöntemlerine ihtiyaç vardır. Günümüzde bilimsel çalıĢmalarda bu 

yöntemlerden en sık kullanılanları bilgisayarlı tomografi (BT), trankskraniyal manyetik 

uyarım (TMS), manyetik rezonans görüntüleme (MRI), fonksiyonel manyetik rezonans 

görüntüleme (fMRI), tek foton emisyon bilgisayarlı tomografi (SPECT), pozitron emisyon 

tomografi (PET), EEG, ECoG, olay iliĢkili potansiyeller (ERP)‟dir. Bu tez çalıĢmasında, 

bu iĢaretlerden hastaya acı vermeyen bir yöntem olan ve beyin yüzeyinden elektrotlar 

yardımıyla iĢaretin alınmasına olanak sağlayan EEG ile doğrudan beyin yüzeyine 

yerleĢtirilen elektrotlar ile kaliteli bilgi ve yüksek SNR oranını içeren ECoG görüntüleme 

teknikleri ile çalıĢmıĢtır. 

 

  

1.4.1. Elektroensefalografi 

 

Merkezi kontrol organı olarak bilinen beyin diğer tüm organların iĢlevlerini kontrol 

eder ve yönetir. Bu yönetim ve kontrol esnasında ġekil 1.4‟deki gibi saç derisine 

yerleĢtirilmiĢ elektrotlar yardımıyla sinir hücrelerinin birbiriyle iletiĢimi esnasında 
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elektriksel potansiyel değiĢimlere bağlı olarak EEG sinyalleri oluĢur [13]. Beynin 

elektriksel faaliyetini incelemek ve yorumlamak amacı ile yapılan EEG, elektriksel bir 

iĢarettir.  

 

 
 

ġekil 1.4. EEG elektrot sistemi 

 

 

1.4.2. Elektrokortikografi  

 

Kortikal EEG olarak da isimlendirilen ECoG 1950'lerdeki geliĢiminden bu yana, 

korteks fonksiyonlarının haritalandırılması ve epileptik cerrahi rezeksiyonun baĢarısını 

öngörmek için kullanılmıĢtır [14]. Elektrokortikografi ġekil 1.5‟te gösterildiği gibi 

doğrudan beyin yüzeyine yerleĢtirilen elektrotlar ile serebral korteksten elektriksel 

aktiviteyi kaydeden beyin görüntüleme türüdür.  

 

 

 

ġekil 1.5. ECoG elektrot sistemi [50] 
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Elektrot ızgarasını yerleĢtirmek için kafatasına cerrahi bir kesiğe gerek 

duyulduğundan, ECoG ameliyat öncesi, sırasında ve sonrasında herhangi bir aĢamada 

ameliyathanede yapılabilir ve acı veren bir yöntemdir. 

 

 

1.4.3. Elektroensefalografi ve Elektrokortikografi İşaretlerinin Elektriksel 

Özellikleri 

 

EEG ve ECoG verileri tam periyodik sinyaller değildir ancak ritmik olan bu iĢaretler 

beyin aktivitesindeki potansiyel değiĢimlere bağlı olarak 0,5 Hz ile 70 Hz frekansları 

arasında değiĢmektedir. Bu iĢaretler birçok benzer özellik göstermesine rağmen ECoG 

verileri EEG verilerinden farklı olarak kafatasının altına yerleĢtirilen elektrot ile kayıt 

edildiği için farklı genlik değerlerine sahiptirler. EEG verilerinin genlikleri 5 μV ile 400 

μV arasında değiĢirken, ECoG verilerinin genlikleri ise EEG verilerinden 5-10 kat daha 

fazladır. Bu iĢaretler kaydedilirken çevreden ve vücuttan gelen gürültüler filtrelenmelidir. 

EEG ve ECoG iĢaretlerinin frekansı beynin aktivitesi yükseldikçe yükselmekte, genlik 

değerleri ise düĢmektedir. Ayrıca belirgin bazı frekanslar yaĢ arttıkça yükselmektedir. 

Bunlara ek olarak, EEG ve ECoG iĢaretleri için en önemli parametre frekans ve daha sonra 

genliktir. 

 

 

1.4.4. Elektroensefalografi ve Elektrokortikografi Dalga Şekilleri  

 

EEG ve ECoG verileri için dört ana beyin dalgası vardır ve bunlar ġekil 1.6‟da 

görüldüğü gibi Alfa, Beta, Teta ve Delta bantlarıdır.  

 

• Beta dalgaları: Ritmik ve diğer dalgalara göre daha düzensiz olan beta dalgalarının 

EEG genlik değeri 1 ile 5 µV, ECoG genlik değeri ise 5 ile 30 μV aralığındadır. 

Frekans değeri 13 Hz‟den büyük olan bu dalgalar uykunun hızlı göz hareketleri 

evrelerinde kaydedilir.  

 

• Alfa dalgaları: EEG genlik değeri 2 ile 10 µV, ECoG genlik değeri 30 ile 50 μV 

frekans değeri ise 8 ile 13 Hz arasında olan düzenli ve ritmik bu dalgalar sinüzoidal 
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biçime yakın dalgalardır. Fiziksel ve zihinsel olarak tam dinlenimde olan gözleri 

kapalı kiĢilerin herhangi bir uyaran olmadığı durumlarda kaydedilen dalgalardır. 

 

• Teta dalgaları: Alfa dalgalarına göre daha düzensiz olan bu dalgaların EEG genlik 

değeri 5 ile 100 µV arasında, ECoG genlik değeri ise 200 μV‟un üzerindedir. Bu 

dalgaların frekans değeri ise 4 ile 8 Hz arasındadır. Bu dalgalar normal bireylerde 

rüyalı uyku gibi beynin düĢük etkinlik gösterdiği durumlarda kaydedilir. Ayrıca 

yetiĢkinlerde anormal iken çocuklarda normal dalgalardır. 

 

• Delta dalgaları: EEG genlik değeri 20 ile 400 µV arasında, ECoG genlik değeri ise 

değiĢken bir genliğe sahip olan dalgalardır. Frekans değeri 0,5 ile 4 Hz arasında 

olan bu dalgalar yüksek genliklidir ve derin uyku gibi beynin çok düĢük etkinlik 

gösterdiği durumlarda oluĢur. 

 

 

 

ġekil 1.6. EEG ve ECoG verileri için dört ana beyin dalgası 

 

 

      1.5. Beyin Bilgisayar Arayüzü  

 

Beyin bilgisayar arayüzü, doğrudan tek bir kanal ile insan beyni ve bilgisayar arasında 

iletiĢim için tasarlanmıĢ hızla geliĢen bir teknolojidir. Bu sistem duyusal bilgilerin beyne 

aktarılmasıyla yapay olarak üretilen elektrik sinyallerin beyni uyarması sonucu gerçekleĢir. 
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BBA‟lar amyotrofik lateral skleroz (ALS), serebral felç, felç veya omurilik yaralanması 

gibi nöromüsküler bozukluklara sahip hastaların hayatlarını kolaylaĢtırır. Bu sistemler bu 

hasta kiĢilerin kaslardan ziyade beyin sinyallerini kullanarak hareket eylemini 

gerçekleĢtirmelerine olanak sağlarlar [15]. ġekil 1.7‟de genel yapısı verilen bir BBA 

sistemi beyin sinyallerini alır, analiz eder ve bunları istenen eylemleri gerçekleĢtiren çıktı 

aygıtlarına ileterek komutlara çevirir. Ġmleçler, robot kolları, protezler, tekerlekli 

sandalyeler ve giderek daha karmaĢık hale gelen diğer cihazların kontrolü için BBA 

sistemlerinde elektroensefalografik,  elektrokortikografik ve birçok beyin sinyalleri 

kullanılmaktadır. Bu tez çalıĢması için bu sinyallerden EEG ve ECoG sinyalleri 

kullanılmıĢtır. 

Bir BBA sisteminin amacı, kullanıcının niyetini gösteren beyin sinyallerinin 

özelliklerini tespit ederek bu özellikleri kullanıcının isteğini gerçekleĢtiren cihaz 

komutlarına çevirmektir. Bunu baĢarmak için bir BBA sistemi ġekil 1.7‟de gösterildiği 

gibi beĢ ayrı bileĢenden oluĢur. Bunlar: sinyal toplama, öniĢleme, öznitelik çıkarımı, 

sınıflandırma ve aygıt çıktısı aĢamalarıdır. Etkili bir BBA sistemi için bu bileĢenlerin 

yüksek baĢarımlı olması gerekmektedir.  

 

 

 

ġekil 1.7. Beyin bilgisayar arayüzü temel bileĢenleri 
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1) Sinyal toplama: Bu adım BBA sistemindeki ilk aĢamadır. Sinyal toplama, belirli 

bir sensör veya elektrot kullanarak beyin sinyallerinin ölçümü olarak tanımlanabilir. 

Sinyaller, elektronik iĢlemeye uygun seviyelere yükseltilerek BBA sistemleri için ideal 

hale getirilir. 

 

2) ÖniĢleme: Bu adım 60 Hz güç hattı giriĢimi gibi elektriksel gürültüyü veya diğer 

istenmeyen sinyal özelliklerini gidermek için uygulanır.  

 

3) Öznitelik çıkarımı: Özellik çıkarımı sinyalleri analiz etme iĢlemidir. Burada girdi 

olarak verilen ölçülmüĢ veriler kullanarak öznitelikler oluĢturulur.  Bu adım makine 

öğrenimi, örüntü tanıma gibi birçok alanda kullanılır.  

 

4) Sınıflandırma: Sınıflandırma adımı bir veri kümesinde tanımlı olan çeĢitli sınıfları 

dağıtarak eğitim kümesinden bu dağılım Ģeklinin öğrenilmesidir. Daha sonra öğrenilen bu 

Ģekle göre sınıfı belirli olmayan test verilerinin sınıflandırılması yapılır. Veri 

kümelerindeki bu sınıflar etiket olarak adlandırılır ve bu etiketler verideki sınıfların 

belirlenmesi için kullanılır. 

 

5) Kontrol çıktısı: Sınıflandırma sonucu gelen komutları değerlendirir ve bu 

komutlara göre aygıtı çalıĢtırır. Örneğin; harf seçimi, imleç kontrolü, robotik kol kullanımı 

ve benzeri iĢlevlerin olduğu aygıtların çalıĢtırılması için uygun komutla sağlanır.  

 

 

1.6. Literatür Araştırması 

 

Son yıllarda beyin bilgisayar arayüzü sistemleri araĢtırmalarının artması ile 

literatürde bu sistemleri geliĢtirmeye yönelik birçok çalıĢma yapılmıĢtır [16-18]. Ancak bu 

çalıĢmalarda kullanılan beyin görüntüleme teknikleri farklı olabilmektedir. Beyin 

bilgisayar arayüzü sistemleri için BT [19], TMS [20], MRI [21], fMRI [22], [23], SPECT 

[24], PET [25], EEG [26], [27], ECoG [14] ve ERP [28], [29] ile yapılmıĢ birçok çalıĢma 

vardır.   

Bilgisayarlı tomografi cihazının bulunduğu masada hareketsiz olan hastadan   ıĢını 

kullanılarak alınan BT ile beyindeki anormallikler saptanır. Ancak bu teknikte kontrast 

madde ve iyonizan ıĢın kullanılması dezavantajlıdır [30]. Beyine yakın tutulan bir bobin 
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aracılığıyla beyin içinde bir manyetik alan oluĢturan TMS tekniği ile beyin iĢlevlerinin 

incelenmesine rağmen bu teknik incelediği bölgenin iĢlevini bozan elektrik akımı 

oluĢturur. Beyin dokusundaki hidrojen atomlarının yoğunlukları ile hareketlerine bağlı 

olarak beyin görüntüsü oluĢturan MRI tekniği ile kalp pili olan, kalıcı dövme sahibi olan 

ve vücudunda metal proteze sahip olan kiĢilerden görüntü alınamamaktadır [31]. Bir diğer 

görüntüleme tekniği ise zaman içeresinde kan oksijenlenmesine dayalı oluĢan fMRI beyin 

görüntüleme tekniğidir. Bu tekniğin uygulandığı ortam kapalı olduğu için kapalı alan fobisi 

olan hastalara uygulanabilirliği düĢüktür ve bunun yanı sıra maliyetli bir tekniktir. Son 

yıllarda fazlaca kullanılan PET ve SPECT beyindeki kan akımına bağlı olarak oluĢan 

görüntüleme teknikleri olmasına rağmen bu tekniklerin görüntü oluĢturma hızı çok 

yavaĢtır. Sadece yapısal bilgi taĢıyan bu beyin görüntüleme tekniklerine karĢın EEG acı 

vermeyen, ECoG ise sinyal/gürültü oranı (SNR) büyük olması bakımından hastalığı ileri 

derecede olan kiĢiler için gerçek zamanlı beyin haritalarını kolaylıkla inceleyebilmektedir. 

Ayrıca EEG ve ECoG son yıllarda baĢarımlı BBA sistemlerine ulaĢabilmek için çok 

kullanılan beyin görüntüleme teknikleridir [32]. Yüksek baĢarımlı BBA sistemleri elde 

etmek için özellikle motor hareketi hayaline dayalı kayıt alınan 2 sınıflı ve 4 sınıflı EEG ve 

2 sınıflı ECoG veri kümeleriyle yapılmıĢ birçok çalıĢma literatürde yer almaktadır [33-35]. 

Bu çalıĢmalar ise genelde veri kümesine uygulanan çeĢitli yöntemler ile SD hesaplama 

ağırlıklıdır. Bu bağlamda bu veri kümelerine çeĢitli öniĢleme, öznitelik çıkarma ve 

sınıflandırma yöntemleri uygulanmıĢtır. 

BBA verilerin kalitesini arttırmak ve veriyi gürültüden temizlemek için uygulanan 

öniĢlem yöntemleri literatürde birçok yerde çalıĢılmıĢtır [36],[37]. Ramoser ve arkadaĢları 

(2000) çok kanallı motor hareketi hayaline dayalı EEG veri kümesi için uzamsal filtre ile 

ayırt edici bilgiyi elde etmeyi amaçlamıĢlardır [38]. Blankertz ve arkadaĢları (2008) ise 

yine uzamsal filtre ile BBA verilerindeki SNR‟yi optimum seviyeye getirmeyi 

hedeflemiĢlerdir [39]. Bunlara ek olarak Kumar ve arkadaĢları (2016) motor hayaline 

dayalı EEG verileri için uzaysal-spektral filtreleme yöntemini kullanmıĢtırlar [40]. 

Literatürde 2 sınıflı EEG tabanlı BBA verilerine uygulan öznitelik, sınıflandırma ve 

diğer yöntemleri içeren çalıĢmalar ise Ģöyle sıralanabilir; Pfurtscheller ve arkadaĢları 

(1996) bir görsel ekranla 6 kiĢiden sağ ve sol imleç hareketi hayaline dayalı EEG verileri 

kaydetmiĢlerdir. Hareketin gerçekleĢtirilmesi sırasında EEG verilerini analiz ederek iki 

elektrot ve iki zaman penceresi kullanarak vektör nicemlemesi öğrenmesi Ģeklinde bir sinir 

ağı ile bu verileri eğitmiĢlerdir. 1 saniyelik zaman penceresiyle iĢledikleri iki farklı 
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oturumda ve iki seansta kaydedilen EEG veri kümesi ile 6 kiĢiden %47 ile %77 arasında 

sınıflandırma doğruluğu (SD) hesaplayarak motor nöronları bozuk olan hastalar için bir 

BBA sistemi önermiĢlerdir [41]. Zhong ve Ghosh (2002) EEG tabanlı BBA 

uygulamalarında [42]‟de yaptıkları çalıĢmada ise birleĢmiĢ hidden markov modelini 

(HMM) önermiĢlerdir. Çok kanallı EEG sınıflandırma problemi için önerdikleri bu model 

ile iki veri kümesi için de HMM‟nin performansını incelemiĢlerdir. Önerdikleri model ile 

birinci veri kümesiyle %87.0±6.9, ikinci veri kümesiyle ise %77.0±8.3 SD hesaplayarak 

düĢük hesaplama karmaĢıklığına sahip BBA sistemi oluĢturmayı hedeflemiĢlerdir. Garcia 

ve arkadaĢları (2003) ise motor hareketi hayaline dayalı EEG verileri üzerinde DVM 

sınıflandırıcısını kullanarak teorik hata sınırını en aza indirgemek için gerekli DVM 

parametrelerini optimize etmeye çalıĢmıĢlardır. Daha sonra EEG verilerinden Fourier ve 

korelasyonlu zaman-frekans tabanlı öznitelikler çıkartarak BBA sistemi için ayırt edici 

güce sahip öznitelikleri seçmeye çalıĢmıĢlardır. Ġki kiĢi üzerinden hesapladıkları 

sınıflandırma sonuçlarına göre en iyi hata oranını %18 ile Fourier tabanlı öznitelikler ile 

birinci kiĢiden elde etmiĢlerdir [43]. Li (2008) ve arkadaĢları EEG tabanlı BBA 

sistemlerinin geliĢtirebilmek için ise yeni bir tensör tabanlı Ģema önermiĢlerdir. Bu 

Ģemada, EEG verilerinden dalgacık dönüĢümü tabanlı öznitelikler çıkartarak DVM 

yöntemi ile çıkarılan öznitelikleri sınıflandırmıĢlardır. Üç veri kümesi üzerinde 

uyguladıkları tensör tabanlı Ģema ile en iyi sonuçları birinci veri kümesi için 8-30 Hertz 

(Hz) arasında ortalama %76.3, 4-45 Hz arasında ise ortalama %70.0 SD hesaplamıĢlardır. 

Hesapladıkları sonuçlar güç spektrum yoğunluğu ve ortak uzamsal örüntü (OUÖ) 

algoritmalarıyla elde ettikleri sonuçlara göre yüksek çıkmasına rağmen sonuçlar yüksek 

baĢarımlı bir BBA sistemi için yetersizdir [44]. Hsu (2012) [45]‟de yaptığı çalıĢmada ise 

motor hareketi hayaline dayalı EEG verilerinin sınıflandırılması için geliĢmiĢ aktif segment 

seçimi yöntemini önermiĢtir. Bu yönteminin uygulanmasından sonra verilerden öznitelik 

çıkartarak daha sonra sınıflandırma yapmaktadır. 6 kiĢiden kaydedilen EEG verilerinden 

çok çözünürlüklü fraktal öznitelik vektörü ile çıkarılan özniteliklerle DAA için %78.7, 

DVM için %82.5 sınıflandırma doğruluğu hesaplamıĢtır. EEG tabanlı BBA sistemleri 

üzerine yapılan baĢka bir çalıĢma ise Daliri‟nin (2013) EEG verilerinin sınıflandırılması 

için yer değiĢtiricinin uzaklığına dayalı yeni bir çekirdek yaklaĢımı önermesidir. Burada 

EEG zaman serileri önce bu yaklaĢımdaki histogramlara dönüĢtürülür. Daha sonra EEG 

verilerini DVM ile sınıflandırarak önerdiği yeni çekirdek yöntemiyle iyi bir BBA sistemi 

oluĢturmaya çalıĢmıĢtır [46]. Amin ve arkadaĢları (2015) ise EEG verilerinin 
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sınıflandırılması için ayrık dalgacık dönüĢümü tabanlı öznitelik çıkarma Ģemasını 

önermiĢlerdir. Bu Ģemada, ayrık dalgacık dönüĢümü EEG sinyallerine uygulanarak 

dalgacık enerjisini hesaplamıĢlardır. Daha sonra dalgacık enerjisinden hesaplanan 

öznitelikler DVM, çok katmanlı algılayıcı (MLP) ve k-EYK yöntemleri ile sınıflandırılarak 

iyi bir BBA sistemi için çalıĢmıĢlardır [47]. Son yıllarda hızla artan 2 sınıflı EEG tabanlı 

BBA sistemleri için yapılan diğer bir çalıĢma da Singh ve arkadaĢlarının (2016) sinyallerin 

durağan olmayan niteliğini yakalayan EEG ritimlerini kullanarak EEG verilerini analiz 

etmesidir [48]. Kuremoto ve arkadaĢları (2017) hızlı fourier dönüĢümü ve iĢlem 

karakteristiği eğrisi tekniklerini kullanılarak yeni bir EEG sinyal öznitelik çıkarma yöntemi 

sunmuĢturlar. Çıkarılan öznitelikleri DVM ile sınıflandırarak önerilen öznitelik çıkarma 

yönteminin etkililiğini araĢtırmıĢlardır [49]. Bunlara ek olarak Abdalsalam ve arkadaĢları 

(2017) [50]‟deki çalıĢmalarında MLP ve k-EYK gibi farklı sınıflandırma yöntemlerini 

ayrık dalgacık dönüĢümü tabanlı özniteliklerine uygulayarak EEG veri kümeleri için etkin 

sınıflandırıcı araĢtırması yapmıĢlardır.  

Bu tez çalıĢmasında kullanılan 2 sınıflı EEG tabanlı Veri Kümesi 1 ile çalıĢmalar 

literatürde yer almaktadır. Aydemir ve Kayıkçıoğlu [51]  Veri Kümesi 1‟in sadece tek 

kanalını kullanarak sinyalin ikinci dereceden polinom katsayılarını hesaplamıĢlardır. Daha 

sonra hesapladıkları iki boyutlu bu öznitelik vektörünü k-EYK ile sınıflandırarak %92 

sınıflandırma doğruluğu hesaplamıĢlardır. Veri Kümesi 1 ile yapılan diğer çalıĢma ise 

Mensh ve arkadaĢlarının [52] basit bir doğrusal sınıflandırıcı ile yaptıkları çalıĢmadır. 

Burada önerdikleri yöntem ile %88.7 sınıflandırma doğrulu hesaplamıĢlardır. Bunlara ek 

olarak Guo ve arkadaĢları dalgacık dönüĢümü tabanlı öznitelikleri doğrusal olmayan 

sınıflandırma algoritması olan randomize sinir ağı ile %92.5 olarak sınıflandırmıĢlardır 

[53]. Ancak hesaplanan bu sonuçlar bu tez çalıĢmasında ulaĢılan sınıflandırma 

doğruluğuyla geçilmiĢtir.  

Ġki sınıflı ECoG tabanlı BBA verilerine uygulan öznitelik, sınıflandırma ve diğer 

yöntemleri içeren çalıĢmalar ise Ģöyle sıralanabilir; Won ve arkadaĢları (2014) düĢük 

çözünürlüklü ayrık kosinüs dönüĢümüne dayanan bir öznitelik çıkarma yöntemi önererek 

bu öznitelikleri DAA ve DVM yöntemleriyle sınıflandırmıĢlardır. En iyi sınıflandırma 

doğruluğunu %82.9 olarak hesaplayarak ECoG tabanlı BBA sistemi oluĢturmayı 

hedeflemiĢlerdir [54]. Kapeller (2014) ve arkadaĢları ise ECoG verilerine BCI 

sistemlerinde öznitelik çıkarımı ve boyut azaltmada yaygın olarak kullanılan OUÖ 

algoritmasını uygulamıĢlardır ve burada yüksek gamma frekans aralıklarındaki sinyalleri 
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100 ve 500 Hz arasında filtrelemiĢlerdir. Daha sonra çıkarılan öznitelikleri DAA yöntemi 

ile sınıflandırarak 35 yaĢındaki kadın denekten kaydedilen verilerden %13.89 ile %7.22, 22 

yaĢındaki erkek denekten %18.42 ile %1.17 arasında hata oranı hesaplayarak iyi bir BBA 

sistemleri oluĢturabilmek için çalıĢmıĢlardır [55]. ECoG tabanlı BBA sistemi için Kapeller 

ve arkadaĢlarının (2015) [56]‟da yapılan baĢka bir çalıĢmaları ise yine OUÖ algoritmasını 

kullanarak öznitelik hesaplamalarıdır. Tek kiĢiden alınan ve 40 denemeden oluĢan ECoG 

verisinin 6 koĢum sonucunu ortalama % 95.4 SD olarak hesaplamıĢlardır. Aswinseshadri 

ve Thulasi Bai (2016) motor nöron bozukluğu olan hastaların beyni ile bilgisayar 

arasındaki etkileĢimi sağlayan BBA sistemleri için ECoG verilerinden bilgi kazancı (IG) 

ve karĢılıklı bilgi (MI) algoritmaları ile öznitelikler çıkartarak bir yöntem önermiĢtirler. Bu 

algoritmaları kullanmadan Bayes sınıflandırıcı ile %88.49, IG algoritması ile %91.37, MI 

algoritmasıyla ise  %89.93 sınıflandırma doğruluğu hesaplamıĢlardır [57]. Islam ve 

arkadaĢları (2016) ise BCI competition III Data Set I verilerinden sürekli dalgacık 

dönüĢümü tabanlı öznitelikler (SDD) çıkartmıĢlardır. SDD katsayılarının    normları ile 

iki sınıflı motor verilerini ayrılabilir olarak ifade etmiĢlerdir. Daha sonra    normuna 

dayalı öznitelikleri DAA yöntemi ile sınıflandırarak %92 sınıflandırma doğruluğu 

hesaplamıĢlardır. [58]. Erkan ve Kurnaz (2017) ise BCI Competition III dataset I veri 

kümesi ile çalıĢmıĢlardır ve kanal seçimi için ark algılama algoritmasını (ADA) önererek 

ECoG veri kümesinden dalgacık dönüĢümü tabanlı öznitelikler çıkarmıĢlardır. Çıkarılan 

öznitelikler daha sonra k-EYK, DVM ve DAA yöntemleriyle sınıflandırılarak performans 

karĢılaĢtırması yapmıĢlardır [59].  

Bu tez çalıĢmasında çalıĢılan 2 sınıflı ECoG tabanlı olan Veri Kümesi 2 ile ise 

Qingguo ve arkadaĢları [60] olay ilgili potansiyeller, olayla iliĢkili desenkronizasyon ve 

ortak uzamsal altuzay ayrıĢma ile çıkardıkları üç özniteliği sınıflandırarak  %91.00 

sınıflandırma doğruluğu hesaplamıĢlardır. Dat ve arkadaĢları ise [61] aynı ECoG verilerini 

Gabor filtreleri kullanarak alt bantlara ayrıĢtırmıĢlardır. Daha sonra alt bant sinyallerini, 

parametrik olmayan istatistiksel modelleme kullanılarak kodlayıp ortaya çıkan deneysel 

dağılımlar arasındaki mesafeyi sınıflandırma kriteri olarak kullanmıĢlardır. Önerdikleri 

yöntemle %92 sınıflandırma doğruluğu hesaplamıĢlardır. Veri Kümesi 2 ile yapılan baĢka 

bir çalıĢma ise Li ve arkadaĢlarının [62]‟de dalgacık dönüĢümü yöntemi ve fisher doğrusal 

ayrım analizini kullanarak önerdikleri algoritmadır. Burada hesaplanan sınıflandırma 

doğruluğu ise %92‟dir. 
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Ġki sınıflı EEG ve ECoG sınıflandırılmasının yanında literatürde dört sınıflı EEG veri 

sınıflandırılması üzerine yapılmıĢ çalıĢmalar da bulunmaktadır. Schlögl ve arkadaĢları 

(2005) beĢ denekten 60 elektrot ile kaydedilen 4 sınıflı motor hayaline dayalı EEG verileri 

ile çalıĢmıĢlardır. Kalman filtrelemesini kullanarak özbağlanım yöntemi için parametre 

hesaplamıĢlar ve daha sonra özbağlanım tabanlı öznitelik hesaplayarak verileri k-EYK, 

DVM, DAA, minimum mesafe analizi yöntemleriyle sınıflandırmıĢlardır. En iyi 

sınıflandırma doğruluğunu DVM ile beĢ kiĢi için %52.4 ile %77.2 arasında 

hesaplamıĢlardır [63]. 9 denekten 4 sınıflı olarak kaydedilen BCI Competition IV veri seti 

IIa‟ya Chin ve arkadaĢları (2009) ise ortak uzamsal örüntü yaklaĢımının çok sınıflı 

uzantısının üç yaklaĢımını uygulamıĢlardır. Bunlar Bir-iki dinlenme, Çift-Bilge ve Böl ve 

Fethet yaklaĢımlarıdır. Bu üç yaklaĢımla sırasıyla %57.00, %57.00 ve %55.000 test 

sınıflandırma doğruluklarını hesaplamıĢlardır [64]. Dört sınıflı motor hareketi hayaline 

dayalı BCI Competition IV veri seti ile yapılan baĢka bir çalıĢma ise Bai ve arkadaĢlarının 

(2014) bağımsız bileĢenler analizi, dalgacık dönüĢümü ve ortak uzamsal örüntü 

yaklaĢımlarını beraber kullanarak önerdikleri çalıĢmadır. Burada önerdikleri yöntemle 

çıkardıkları öznitelikleri DVM ile sınıflandırarak 9 kiĢi için ortalama %68.00 sınıflandırma 

doğruluğu hesaplamıĢlardır [65]. 

Bu tez çalıĢmasında çalıĢılan 4 sınıflı motor hareketi hayaline dayalı EEG tabanlı 

Veri Kümesi 3 ile Aydemir [8]‟de daha önce de bahsedildiği gibi doktora tezinde 

çalıĢmıĢtır. Burada A, B ve C olarak adlandırılan kiĢilere karar ağaç yapısını uygulayarak 

her bir kiĢi için SD hesaplamıĢtır. Karar ağacı sonunda A, B ve C kiĢisi için sırasıyla 

%82.24, %57.90 ve %55.92 SD hesaplamıĢtır. Aynı veri kümesiyle yapılan baĢka bir 

çalıĢma Aydemir„in [66]‟de OUÖ öznitelikleriyle en iyi zaman dilimini aramasıdır. 

Aydemir bu çalıĢmasında 4 sınıflı EEG veri kümesini birbiriyle kombinasyonlu olacak 

Ģekilde ikili gruplara ayırarak SD hesaplamıĢtır. Bu çalıĢmasında kiĢinin imleci yukarı ve 

sağa hareketini hayali sırasında kaydedilmiĢ EEG verilerini kullanarak DVM yöntemiyle 

ortalama %54.82 SD hesaplarken, önerdiği yöntem ile ortalama %77.19 SD hesaplamıĢtır.  

Literatür de incelendiği gibi motor hayaline dayalı 2 sınıflı ve 4 sınıflı EEG ve 2 

sınıflı ECoG tabanlı BBA iĢaretlerinin sınıflandırma doğruluğunu artırıcı yapılan birçok 

çalıĢma vardır. Ancak, bu iĢaretlerin zaman dilimlerine ayrılarak (epoklar) bir denemesine 

ait tüm epoklar yerine belirlenen öznitelik ve sınıflandırma yöntemlerine göre seçilen etkin 

epoklar ile sınıflandırma doğruluğunu artırıcı çalıĢmalar kısıtlıdır. Han ve Wei (2015) 

[67]‟deki çalıĢmalarında pencereleme yöntemiyle uygun zaman ve frekans band aralığını 
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aramıĢlardır. ĠĢaretten OUÖ tabanlı öznitelikleri çıkartarak çıkarılan öznitelikleri k-EYK 

algoritmasıyla sınıflandırmıĢlardır. En iyi zaman ve frekans aralıklarını seçerek 9 ayrı kiĢi 

için sırasıyla %72.02, %74.13 ortalama SD hesaplamıĢlardır. Asensio ve arkadaĢları (2013) 

ise SD artırmak ve ÖÇS‟yi azaltmak için yerel diskriminant temelleri yöntemi ile EEG 

iĢaretini 0.5 saniye (sn), 0.6 sn, 0.8 sn ve 1 sn‟lik pencerelere bölmüĢtürler. Daha sonra 

iĢaretin bu bölümleri OUÖ tabanlı çıkarılan özniteliklerle DAA ile sınıflandırılmıĢtır [68]. 

Wei-Yen Hsu (2011) ise EEG iĢaretlerini sınıflandırmak için iĢarete önerdiği geliĢtirilmiĢ 

aktif bölüm seçimi yöntemini uygulayarak iĢareti zamansal olarak ayırmıĢtır. Tüm iĢaret ile 

%66.70, orijinal aktif bölüm seçimi ile %76.50 hesaplarken, geliĢtirilmiĢ aktif bölüm 

seçimi ile %80.20‟ye yükseltmiĢtir [69]. Bu tez çalıĢmasında ise diğer çalıĢmalardan farklı 

olarak hesaplama süresini azaltmak için veri kümelerinin tüm denemeleri bu tez 

çalıĢmasında önerilen yöntem ile belirlenen epoklara ayrılarak seçilen etkin epoklardan 

çıkarılan özniteliklerle yüksek sınıflandırma doğruluğu hesaplanmıĢtır. 

 

 

 

 

 

 

 



 

 

   

 

 

2. YAPILAN ÇALIŞMALAR 

 

2.1. Malzeme  

 

Bu tez çalıĢmasında, BCI Competition 2003 Dataset Ia, BCI Competition 2005 

Dataset I ve Ġmleç Hareketi Hayaline Dayalı 3 ayrı veri kümesi kullanılmıĢtır. Her bir veri 

kümesinin tanıtımı aĢağıdaki alt baĢlıklarda ayrıntılı olarak verilmiĢtir. 

 

 

2.1.1. Veri Kümesi 1 

 

Veri Kümesi 1 olarak isimlendirilen BCI Competition 2003 Dataset Ia, Tübingen 

Üniversitesi tarafından sağlanan veri kümesidir. Veri kümesi, imleci bir bilgisayar 

ekranında yukarı (sınıf 0) ve aĢağı (sınıf 1) hareket ettirmesini hayal etmesi esnasında 

sağlıklı bir kiĢiden alınmıĢtır. Her bir deneme 6 saniye sürmüĢtür. Görsel geri bildirim ilk 

2. saniyeden 5.5. saniyeye kadar sürmüĢtür. Eğitim ve test kümeleri, bu görsel bildirimin 

olduğu her denemenin yalnızca 3.5 saniyelik aralığını oluĢturmaktadır. 256 Hz'lik 

örnekleme frekansına sahip verilerin herbir toplam 896 örnekten oluĢmaktadır.  

 

 
 

ġekil 2.1. Uluslararası 10–20 sistemine göre Veri Kümesi 1       

elektrotlarının pozisyonları 
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Bu veri kümesinin 268 denemesi eğitim, 293 denemesi test kümesini 

oluĢturmaktadır. Eğitim kümesinin 135 denemesi sınıf 0, 133 denemesi sınıf 1 ve test 

kümesinin 147 denemesi sınıf 0, 146 denemesi sınıf 1‟den oluĢmaktadır. Veri kümesi 6 

elektrot ile alınmıĢtır ve uluslararası 10-20 Sistemi‟ne göre elektrotların pozisyonları ġekil 

2.1‟deki gibi konumlandırılmıĢtır. Burada 1. elektrot A1, 2. elektrot A2, 3. elektrot FC3, 4. 

elektrot CP3, 5. elektrot FC4, 6. elektrot CP4 noktasıdır. Bu elektrotlar ġekil 2.1‟de siyah 

dolgulu daireler ile belirtilirken, gri dolgulu daire referans elektrot Cz pozisyonunu 

göstermektedir.    

 

 

2.1.2. Veri Kümesi 2 

 

Veri Kümesi 2 olarak isimlendirilen BCI Competition 2005 Data Set I, 

elektrokortigogram iĢaretlerinden oluĢmaktadır. Bu veri kümesi bir epilepsi hastasından iki 

farklı aĢamada eğitim ve test kümesi olarak yaklaĢık bir hafta ara ile alınmıĢtır. 64 elektrot 

ile alınan bu veri kümesi 1 kHz‟lik örnekleme frekansına sahiptir. Veriler kiĢinin sol elinin 

küçük parmağını (sınıf a) ve dilini (sınıf b)  hareket ettirdiğini hayal etmesi esnasında 

kaydedilmiĢtir. Eğitim verileri için 278 deneme kaydı yapılmıĢken, test kümesi için 100 

denemeden oluĢan kayıt yapılmıĢtır. Eğitim ve test kümelerinin her birinin yarısı sınıf a, 

diğer yarısı ise sınıf b verilerinden oluĢmaktadır. Ayrıca, veri kümesinin her bir denemesi 3 

saniye uzunluğundadır.  

 

 

2.1.3. Veri Kümesi 3 

 

Veri Kümesi 3 olarak isimlendirilen imleç hareketi hayaline dayalı EEG veri kümesi, 

Karadeniz Teknik Üniversitesi Elektrik-Elektronik Mühendisliği Bölümünde ilgili 

araĢtırmacı Dr. Önder AYDEMĠR tarafından sağlanıp [8] açık kullanıma sunulmuĢtur. 

EEG verileri üç sağlıklı erkek yetiĢkinden (24-29 yaĢları arasındaki A, B ve C olarak 

adlandırılan) yaklaĢık iki haftalık ara ile iki farklı oturumdan kayıt alınmıĢtır. Trabzon 

Klinik AraĢtırmalar Etik Kurulu tarafından onaylanmıĢ olan EEG veri kaydı için tüm 

kiĢiler bilgilendirilerek onayları alınmıĢtır. Her oturum dört bölümden, her bölüm 40 

denemeden, 40 deneme de imleç hareketi hayaline dayalı 10‟ar yukarı, sola, sağa ve aĢağı 
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sınıflarından oluĢmaktadır. Her oturumda toplam 160 deneme yapılmıĢtır. Ancak, kötü 

motive olunmuĢ bazı denemeler veri kümesinden çıkarılmıĢtır.  

 

Tablo 2.1.Veri Kümesi 3 için eğitim ve test deneme sayıları 

 

Kişiler Eğitim verileri deneme sayısı Test verileri deneme sayısı 

A 140 152 

B 148 152 

C 148 152 

 

Veri kaydı esnasında her bir kiĢi 19x19‟luk siyah arka planlı ızgaralı bir ekranına 

bakan bir koltuğa oturmuĢtur ve kayıt sırasında herkesten hareketsiz kalması istenmiĢtir. 

Her bir deneme 2 saniyelik bir gecikmenin ardından 10 saniye uzunluğundan oluĢmaktadır. 

Ardından, hedef (yukarı, sol, aĢağı ve sağ) ekranın orta noktasında görüntülenmiĢtir. Hedef 

ekranda görününce, monitörün ortasında bir imleç ortaya çıkar ve daha sonra hedefe 

karĢılık 8 saniyelik gelen zihinsel bir faaliyet gerçekleĢtirilir. Her deneme bip sesi ile sona 

erer. Ġlk oturum kaydı eğitim kümesi olarak kullanılmıĢken ikinci oturum denemeleri ise 

test kümesi olarak kullanılmıĢtır. Tablo 2.1, her bir kiĢi için eğitim ve test verilerinin 

deneme sayısını göstermektedir. Hem eğitim hem de test kümesi, her sınıf için eĢit 

denemelerinden oluĢmaktadır. Hem eğitim hem de test verilerindeki denemeler bu tez 

çalıĢması için Ģu Ģekilde tanımlanır: S1= imleç yukarı, S2= imleç sağ, S3= imleç aĢağı ve 

S4= imleç sol. Amaç, test verilerindeki denemeleri S1, S2, S3 ve S4 olarak 

sınıflandırmaktır. 

 

 
 

ġekil 2.2. Uluslararası 10-20 sistemine göre Veri                          

Kümesi 3 elektrotlarının pozisyonları 
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 ( )  
 

  
  ( )   (   )    (  (    ))  

EEG verilerinin elde edilmesi için Brain Quick EEG System (Micromed, Ġtalya) 

kullanılmıĢtır. Veriler 256 Hz ile örneklenmiĢtir ve 0,1 Hz ile 120 Hz arasında 

filtrelenmiĢtir. Ayrıca, hat gürültüsünü gidermek için 50 Hz‟lik çentik filtresi 

kullanılmıĢtır. Tüm EEG elektrot empedansları 5 kΩ'un altında tutularak ġekil 2.2'de 

gösterildiği gibi Cz referans noktası alınarak uluslararası 10-20 sistemine göre 

yerleĢtirilmiĢtir. 

 

 

2.2. Yöntem 

 

2.2.1. Hareketli Ortalama Filtresi ile Önişleme  

 

Hareketli ortalama filtresi (HOF), örneklenen veri dizisini yumuĢatmak için yaygın 

olarak kullanılan basit bir alçak geçiren filtredir [7]. AnlaĢılması ve kullanımı kolay olan 

bu filtre veride istenmeyen gürültülü bileĢenleri filtrelemek için kullanıĢlıdır. Ayrıca, veri 

kümesinin farklı alt gruplarının ortalamasını alarak bir dizi oluĢturarak veri noktalarını 

analiz eden bir hesaplamadır. Bu filtre, veri boyunca    (pencere boyutu) uzunluğunda bir 

pencere kaydırarak her bir penceredeki verilerin ortalamalarını hesaplayarak tek bir  ( ) 

çıkıĢ sinyali üretir. Denklem 2.1‟deki fark denklemi bir   vektörünün hareketli ortalama 

filtresini tanımlar. Bu tez çalıĢmasında 5 olarak seçilen            pencere boyutu, 

rasyonel aktarım fonksiyonu için pay ve payda katsayılarını oluĢturur.   

 

 

                           

 

 

2.2.2. Öznitelik Çıkarma Yöntemleri 

 

EEG iĢaretlerinin tek baĢına belirleyici olmamasından dolayı bu iĢaretlerin analizi 

esnasında istatiktilsel ve matematiksel analiz yöntemlerine baĢvurulur. Bu tez çalıĢmasında 

Veri Kümesi 1, Veri Kümesi 2 ve Veri Kümesi 3‟e aĢağıda alt baĢlıklarda açıklanan 

Dalgacık DönüĢümü (DD), Ortalama Türev (OT), Çarpıklık (Ç), Basıklık (B), Varyans (V) 

ve Özbağlanım (ÖB) yöntemlerinden etkin olanları uygulanmıĢtır. 

 

 

(2.1) 
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2.2.2.1. Dalgacık Dönüşümü 

 

Sinyali alt frekans bantlarına ayrıĢtıran DD, 1984‟de ilk olarak Grossman ve Morlet 

tarafından kullanılmıĢtır. Bu dönüĢüm zaman ölçekli olup durağan olmayan ve 

karakteristiği zamanla değiĢen sinyaller için geliĢtirilmiĢ bir inceleme yöntemidir [66]. Bir 

diğer ifade ile genel olarak DD,  ( ) giriĢ sinyalinin ana dalgacık olarak tanımlanan 

    ( ) dalgacığı ile çarpımıdır. Düzenli bir sinyal olan     ( ) dalgacıklarının  
  
→   

iken merkez noktası ve dalgacığın ortalaması sıfırdadır. Bu dönüĢüm ile sinyale ait zaman 

ve frekans tanımlı bilgiler eĢzamanlı ifade edilebilir. Ayrıca, bu yöntem ile sinyal herhangi 

bir bozulma olmadan gürültüden arındırılabilir. Dalgacık dönüĢümünün sürekli ve ayrık 

olmak üzere iki çeĢidi vardır. Bu tez çalıĢmasında Sürekli Dalgacık DönüĢümü 

kullanılmıĢtır. Sürekli Dalgacık DönüĢümü,     ( ) ana dalgacığı ile sinyal arasındaki 

benzerliği ölçmek için iki sinyalin iç çarpımı ile gerçekleĢmektedir. Böylece sinyal ve 

dalgacığın değiĢik ölçeklerde karĢılaĢtırılmasıyla iki boyutlu fonksiyon oluĢturulur. Bir 

 ( ) iĢaretinin Sürekli Dalgacık DönüĢümü Denklem 2.2„de verildiği gibi hesaplanır. Bu 

denklemde;   ölçek (frekans) ve   zaman (konum) parametresini ifade etmektedir. 

 

    (   )     
 ⁄ ∫  ( ) (

   

 
)

  

  
                                                                (2.2) 

 

Bu çalıĢmada Sürekli Dalgacık DönüĢümü tabanlı öznitelikler Denklem 2.3 ve 

Denklem 2.4‟te verildiği gibi Sürekli Dalgacık DönüĢümü katsayılarının (SDDK) 

ortalaması (     ) ve standart sapmaları (     ) hesaplanarak çıkarılmıĢtır. Bu 

denklemlerde       dalgacık dönüĢümü katsayılarının uzunluğunu ifade etmektedir.  

 

 

                                                                                                                   

 

                                                                                                       

 

Sürekli Dalgacık DönüĢümü için birçok dalgacık türü vardır. Bunlardan bazıları; 

Haar, Daubechies, Coiflets, Biorthogonal, Morlet ve Mexican dalgacıklarıdır. Bu dalgacık 

(2.3) 

(2.4) 
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türlerinden sinyalin özelliğine göre seçilen dalgacık önemlidir. Bu tez çalıĢmasında Morlet 

ve Daubechies dalgacıkları kullanıldığı için bu dalgacıkların açıklamaları aĢağıda 

verilmiĢtir. 

Ölçeklendirme fonksiyonuna sahip olmayan Morlet dalgacığı ani değiĢimleri olan 

sinyaller için iyi sonuç vermektedir. ġekil 2.3‟de Morlet dalgacık grafiği verilmiĢtir.  

 

 
 

ġekil 2.3. Morlet dalgacığı 

 

Ingrid Daubechies tarafından keĢfedilen ve Daubechies dalgacığının birçok çeĢidi 

vardır. Bu tez çalıĢmasında geçici olayları analiz etmede iyi olan ve ġekil 2.4‟de verilen 

Daubechies 2 dalgacığı kullanılmıĢtır. 

 

 
 

ġekil 2.4. Daubechies dalgacığı 
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2.2.2.2. Ortalama Türev 

 

Analog ve dijital sinyal iĢleme ile ilgili birçok alanda kullanılan türev bir 

fonksiyonun grafiğine çizilen teğet doğrusunun eğiminin hesaplanmasıyla elde edilir [67]. 

Bir veri dizisinde iki veya ikiden çok örneğin toplamının veri dizisinin uzunluğuna 

bölümüne ise ortalama denir. Bir  ( ) sinyalinin    ‟den (   )‟e kadar ki ortalaması 

Denklem 2.5‟te verilmiĢtir. Burada    iĢaretin ortalama türevini,   ise  ( ) fonksiyonun 

uzunluğunu ifade etmektedir.  

 

 

 

                        

                                         

2.2.2.3. Çarpıklık 

 

Çarpıklık, istatistiksel veri kümesindeki normal dağılımdan simetri olmayanları 

tanımlamak için kullanılan bir terimdir [72]. Veri noktalarının soldan çarpılarak negatif 

veya sağdan çarpılarak pozitif olup olmadığına bağlı olarak çarpıklık, negatif veya pozitif 

çarpıklık olarak tanımlanabilir. Bir  ( ) iĢareti için Denklem 2.6‟da çarpıklık verilmiĢtir. 

Burada  ̅, 1‟den  ‟ ye kadarki   değerlerinin aritmetik ortalamasıdır. 

 

 

 

 

 

 

2.2.2.4. Basıklık 

 

K. Pearson tarafından ilk defa açıklanmıĢ olan Basıklık veri dağılımını inceleyerek 

verilerin tepe noktalarının durumu hakkında bilgi veren istatistiksel bir ölçüttür. Ayrıca 

veri dağılımının “dikliğini” veya “düzgünlüğünü” de inceleyen yöntem olarak ifade 

edilebilir [72]. Basıklığın sıfıra yakın olması dağılımın normal olduğunu, basıklığın pozitif 

değerlere sahip olması ise normalden dik bir dağılımın olduğunu gösterir. Bir  ( ) iĢareti 

için Denklem 2.7‟de basıklık ifadesi verilmiĢtir. Burada  ̅, 1‟den  ‟ ye kadarki   

değerlerinin aritmetik ortalamasıdır. 

  

 
 
∑ ( ( )   ̅)  

   

(
 
 
∑ ( ( )   ̅) ) 

   

  (2.6) 

    
 

(   )
∑  ( )

   

   

  (   )            (2.5) 
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∑( ( )   ̅) 

 

   

 

 

 

 

 

 

2.2.2.5. Varyans 

 

Dağılım ölçümü olan varyans, bir veri kümesindeki değerlerin ortalamaya göre 

dağılımını gösterir. Bir  ( ) iĢareti için 1‟den  ‟ ye kadarki varyans ifadesi Denklem 

2.8‟de verilmiĢtir.  

 

 

 

 

 

2.2.2.6.  Özbağlanım Yöntemi 

 

Özbağlanım, gelecek değerlerin geçmiĢ değerlerin ağırlıklı toplamına bağlı olarak 

tahmin edildiği bir yöntemdir ve istatistiksel hesaplamalarda kullanılır [73]. Bu yöntem 

geçmiĢ değerlerin mevcut değerler üzerinde bir etkiye sahip olduğu önermesine göre 

çalıĢır. Denklem 2.9‟da verildiği gibi bir  ( ) sinyali için     birinci derece geçerli 

iĢlemdir,     iĢlemi ise önceki iki değere dayanan geçerli değeri taĢır. 

 

 ( )       (   )      (   )       (   )   ( )                     (2.9) 

 

Burada   modelin düzenini,               özbağlanım katsayılarını,  ( ) tahmin 

hatasını ifade etmektedir. Tahmin hata değerlerinin zaman dizisi beyaz bir gürültü çıkarsa, 

analiz edilen süreç gerçek bir özbağlanım sinyalidir.  

 

 

2.2.3. Sınıflandırma Yöntemleri 

 

Benzer özelliğe sahip nesnelerin bilinen alt gruplara ayrılması iĢlemine sınıflandırma 

denir. Böylece bir veri kümesinde bulunan çeĢitli sınıflar arasında veri dağıtılır. 

(2.7)   

 
 
∑ ( ( )   ̅)  

   

(
 
 
∑ ( ( )   ̅) ) 

   

  

  (2.8) 
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Sınıflandırma için dağılım öncelikle eğitim kümesinde gerçekleĢtirilerek veriler eğitilir. 

Daha sonra eğitilen bu dağılım Ģeklini öğrenerek sınıfı belirli olmayan test kümesi 

sınıflandırılmaya çalıĢılır. Bir sınıflandırma iĢlemi sonunda hesaplanan gerçek ve tahmini 

sınıflandırmalar hakkındaki bilgi Tablo 2.2‟de verilen hata matrisi ile gösterilir. 

 

Tablo 2.2. Hata matrisi 

 

Hata Matrisi 
Gerçek Sınıf 

1.Sınıf 2.Sınıf 

Tahmini 

Sınıf 

1.Sınıf D1 H2 

2.Sınıf H1 D2 

 

D1: 1. Sınıf olarak bilinen sınıfların 1. Sınıf olarak sınıflandırılma sayısı 

D2: 2. Sınıf olarak bilinen sınıfların 2. Sınıf olarak sınıflandırılma sayısı 

H1: 1. Sınıf olarak bilinen sınıfların 2. Sınıf olarak sınıflandırılma sayısı 

H2: 2. Sınıf olarak bilinen sınıfların 1. Sınıf olarak sınıflandırılma sayısı 

 

Hata matrisinden faydalarak hesaplanan sınıflandırma doğruluğunun eĢitliği 

Denklem 2.10‟da verilmiĢtir. 

 

 

 

Duyarlılık bir test kümesindeki 1. sınıflar içersinden gerçek sınıfların ayrırabilme 

yeteneği olarak tanımlanırken, Özgüllük test kümesindeki 2. sınıflar içersinden gerçek 

sınıfların ayrırabilme yeteneği olarak tanımlanır. Burada Duyarlılık ve Özgüllük Denklem 

2.11 ve 2.12‟de verilmiĢtir. Test sınıflandırılması sonucunda duyarlılığın %100 

hesaplanması, o testin tüm 1. sınıflarının Özgüllüğün %100 hesaplanması ise o testin tüm 

2. sınıflarının doğru olarak sınıflandırıldığını gösterir. 

 

 

 

                          
     

           
     

            
  

     
     

          
  

     
     

(2.11) 

(2.12) 

(2.10) 
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Bu tez çalıĢmasında iki sınıflı ve dört sınıflı veriler ile çalıĢılmıĢtır. Dört sınıflı 

veriler için karar ağaç yapısı uygulandığı için Veri Kümesi 3 için de ikili sınıflandırma 

gerçekleĢtirilmiĢtir. Bu veri kümeleri k-EYK, DVM, DAA ve kısmi en küçük kareler 

regresyonu (KEKK) yöntemleriyle sınıflandırılmıĢtır. Bu yöntemler aĢağıda açıklanmıĢtır. 

 

 

2.2.3.1. k-En Yakın Komşuluk Yöntemi 

 

Sınıflandırma ve regresyon için kullanılan bir yöntem olan k-en yakın komĢuluk 

yöntemi, ilk olarak 1970'lerin baĢında parametrik olmayan bir teknik olarak istatistiksel 

tahmin ve örüntü tanımada kullanılmıĢtır [51]. Bu yöntem tüm mevcut durumları saklar ve 

benzerlik ölçüsüne dayalı olarak yeni durumları sınıflandırır. Böylece test verileri için tüm 

eğitim verilerinin birbirine uzaklıklarını hesaplar. Bu hesaplama öklid, manhattan, 

minkosvki ve Ģehir bloğu gibi birçok uzaklık ölçütü ile yapılabilir. Bu çalıĢmada literatürde 

de sık tercih edilen öklid ve Ģehir bloğu uzaklık ölçütleri kullanılarak sınıflandırma hesabı 

yapılmıĢtır. Denklem 2.13 ile öklid uzaklık ölçütü, Denklem 2.14 ile Ģehir bloğu uzaklık 

ölçütü verilmiĢtir.   tane   ve   noktaları için verilen bu eĢitlikte,    bu noktalar arasındaki 

öklid uzaklığını,     ise bu noktalar arasındaki Ģehir bloğu uzaklığını ifade etmektedir.  

 

 

 

 

 

 

k- EYK yöntemi için basit bir uygulama ġekil 2.5‟de verilmiĢtir. Burada öznitelikler 

sarı sınıflı kareler ve yeĢil sınıflı daireler olarak dağılmıĢtır. 

ġekil 2.5‟te mor yıldızın sınıfı öğrenilmek istenmektedir. Burada mor yıldız sarı 

renkli kare veya yeĢil renkli daire sınıflarından biridir. " " ise k-EYK yöntemi için en 

yakın komĢu değeridir. Eğer      ise ġekil 2.6‟da verildiği gibi mor yıldız ile birlikte, 

daire yalnızca üç veri noktasını içine alacak büyüklükte olacaktır. Burada mor yıldıza en 

yakın üç nokta, sarı kare sınıflardır. Bu nedenle, büyük olasılık mor yıldızın sarı kare sınıfa 

  (   )  √∑(       ) 

 

   

 

       (   )  ∑|       |

 

   

 

      (2.13) 

      (2.14) 
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ait olması gerektiğini göstermektedir. Böylece en yakın komĢudaki üç sınıf da sarı kare 

sınıfa gittiğinden mor yıldızın sınıfı açık bir Ģekilde sarı kare sınıf olarak belirlenir. 

 

 

 
 

ġekil 2.5. Sarı sınıflı kareler ve yeĢil sınıflı dairelerden oluĢan    

öznitelikler 

 

 

 

ġekil 2.6. k-EYK yöntemi için veri sınıflandırması 

 

k-EYK yönteminde önemli noktalardan biri de en iyi   parametresinin 

belirlenmesidir. Bu tez çalıĢmada rastgele alt örnekleme (random subsampling) yöntemi ile 

en ideal   parametresi her bir veri kümesi için belirlenmiĢtir.  

 

 

2.2.3.2. Destek Vektör Makineleri Yöntemi 

  

Destek Vektör Makineleri, sınıflandırma ve regresyon analizi için kullanılan veriyi 

analiz eden etkili ve basit sınıflandırma yöntemlerinden birisidir. Bir dizi eğitim örneği göz 
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önüne alındığında, her iki sınıftan her biri bir sınıfa ait olmalıdır. Bir düzlem üzerinde bu 

sınıflar arasına çizilen sınır çizgisi yardımıyla sınıflar birbirinden ayrılabilir [44]. Ġki sınıfın 

da üyelerine en uzak mesafede olan bu çizgi DVM yöntemi ile belirlenir. Sınır çizgisi 

olarak adlandırılan bu çizgi, iki gruba yakın ve birbirine paralel olarak çizilen iki çizginin 

orta sınır çizgisidir. Ġki grup arası çizilecek olan bu sınır çizgisi Denklem 2.15‟de 

verilmiĢtir. Burada giriĢler   olarak ifade edilirken   ve   sırasıyla ağırlık ve eğim olarak 

ifade edilmiĢtir. 

 

 ( )                                                                                                           (2.15) 

 

ġekil 2.7‟de iki sınıflı bir veri kümesi için örnek bir destek vektörleri ile hiper 

düzlemin gösterimi yapılmıĢtır. Burada her iki sınıfa yakın olan kesikli çizgiler sınır 

düzlemlerini belirtirken tam ortalarından geçen doğru, sınır çizgisini ifade etmektedir. 

Burada sınır düzlemlerinin sınır çizgisine olan uzaklıkları eĢittir ve sınır düzlemleri 

üzerinde bulunan sınıflar destek vektörleri olarak tanımlanmaktadır. 

Bu tez çalıĢmasında DVM yöntemi için sigma parametresi rastgele alt örnekleme 

yöntemi ile her bir veri kümesi için ideal olarak seçilmiĢtir.  

 

 

 

ġekil 2.7. DVM için iki sınıflı problem örneği 
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2.2.3.3. Doğrusal Ayırma Analizi Yöntemi 

 

Doğrusal Ayırma Analizi iki veya daha fazla örnek sınıfı en iyi Ģekilde ayırarak 

doğrusal özellikli bir birleĢim bulmaya çalıĢır. Elde edilen birleĢim daha sonra lineer bir 

sınıflandırıcı olarak kullanılır. Bu yöntem ile hangi iki veya daha fazla sınıflı gruplar 

arasında ayrım yapılacağı belirlenebilmektedir [45]. Ayrıca DAA, diğer ölçümlerin 

doğrusal bir birleĢimi olarak bağımlı değiĢkeni ifade etmeye çalıĢan varyans analizi ve 

regresyon analizi ile yakından iliĢkilidir. Ġki sınıflı bir veri kümesindeki iki sınıfın ayrı ayrı 

ortalaması    ve    olarak,  kovaryansı matrisi ise    ve    olarak tanımlanırsa bunların 

toplanmıĢ kovaryans matrisi     Denklem 2.16‟daki gibi tanımlanır. 

 

 

 

 

 Burada    ve    sırasıyla veri kümesindeki iki sınıfın boyutunu belirtmektedir. 

Burada doğrusal model katsayıları ise Denklem 2.17‟deki gibi gösterilmiĢtir. 

 

 

 

DDA analizi için Denklem 2.16 ve 2.17‟den elde edilen sonuçlara göre eğer 

Denklem 2.18‟deki Ģart sağlanırsa yeni gelen bir özellik sınıflandırılır. Burada   veri 

vektörünü ifade etmektedir. 

 

 

 

 

 

 

2.2.3.4. Kısmi En Küçük Kareler Regresyonu 

 

Herman Wold tarafından 1966‟da ortaya atılan kısmi en küçük kareler regresyonu 

istatistiksel bir yöntemdir. Bu yöntem iki veya daha fazla değiĢken arasındaki bağlantıyı 

ölçmek için kullanılır ve bu tez çalıĢmasında sınıflandırıcı olarak kullanılmıĢtır [74]. Bu 

yöntem   açıklayıcı ve   bağımlı olmak üzere iki değiĢken matrisi ile ilgilenmektedir. Bu 

matrisler arasındaki iliĢki Denklem 2.19‟da verilmiĢtir. 

 (2.16) 

 (2.17) 

    (  (
     

 
))     

(                 )

(                 )
           (2.18) 
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                                                                                                                (2.19) 

 

Denklem 2.19‟da   ve   sayıları hesaplanan sonuç için en doğru değerleri temsil 

etmektedir. Burada amaç   ve   matrisleri için oluĢturulan veri noktalarına en yakın 

geçecek olan tek bir doğru denklemi elde etmektir.  En küçük kareler regresyonu için 

oluĢturulan grafik ġekil 2.8‟de verilmiĢtir. Burada ölçüm ile hesaplanan veri noktaları, mor 

kare Ģekiller ile en küçük kareler yöntemi için bulunan teorik bağlantı (doğru) ise yeĢil 

doğrusal çizgi ile belirtilmektedir. 

 

 

 

 

 

ġekil 2.8. En küçük kareler yöntemi için grafik 

 

 

2.2.4. Karar Ağaç Yapısı 

 

Veri madenciliğinde makine öğrenmesi yaklaĢımlarından biri olan karar ağaç yapısı 

sınıflandırma ve tahmin için sıkça kullanılır. Bu yapı kolay yorumlanması ve 

anlaĢılabilirliği açısından avantajlıdır. Karar ağaç yapısı iç karar düğümleri, dal ve uç 

yapraklar olmak üzere üç kısımdan oluĢur [8]. Bu kısımları belirten karar ağaç modeli 

ġekil 2.9‟da verilmiĢtir. Burada iç karar düğümleri ile giriĢ verileri test edilerek hangi yöne 

yöneleceğine dair sorular sorulur, dallar ile bu soruların cevapları ifade edilir ve uç 

yapraklar ile sınıf etiketleri belirtilir. Bu yöntem direk kullanılmamıĢ, bundan esinlenerek 

ağaç yapısının düğümleri için en iyi sınıflandırıcı ve öznitelikler ile 4 sııflı problem 

çözülmüĢtür. 
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ġekil 2.9. Karar ağaç yapısı 

 

 

2.3. Önerilen Yöntem  

 

Bu tez çalıĢmasında genel yöntem olarak 3 EEG veri kümesine ġekil 2.10‟da verilen 

algoritma uygulanmıĢtır. Burada Veri Kümesi 1 ve Veri Kümesi 2 öncelikle HOF ile ön 

iĢlem aĢamasından geçirilip etkin epok seçimi aĢamasına geçerken, Veri Kümesi 3‟e ön 

iĢlem aĢaması uygulanmadan etkin epok seçimi aĢamasına geçilmiĢtir. Aydemir doktora 

tezinde Veri Kümesi 3‟e herhangi bir ön iĢlem uygulamadığı için burada Aydemir‟in 

tezinde uyguladığı aynı Ģartlar ile yarıĢmak amaçlanmıĢtır. Etkin epok seçimi aĢamasında 

Veri Kümesi 1 ve Veri Kümesi 2 0.25 saniyelik epoklara, Veri Kümesi 3 ise 0.5 saniyelik 

epoklara bölünmüĢtür. 3.5 saniye (896 örnek) uzunluğunda olan Veri Kümesi 1‟in 0.25 

saniyelik epoklara bölünmesiyle 14 epok, 3 saniye (3000 örnek) uzunluğunda olan Veri 

Kümesi 2‟nin 0.25 saniyelik epoklara bölünmesiyle 12 epok ve 8 saniye (2048 örnek) 

uzunluğunda olan Veri Kümesi 3‟ün 0.50 saniyelik epoklara bölünmesiyle 16 epok elde 

edilmiĢtir. Bu aĢamada epok uzunlukları her bir veri kümesinin veri uzunluklarına bağlı 

olarak en uygun Ģekilde seçilmiĢtir. ġekil 2.10‟da verildiği gibi veri kümelerinin epokları 

sırasıyla 1., 2., 3……n. olarak isimlendirilmiĢtir. Burada n her bir veri kümesinin son 

epoğunu temsil etmektedir. Veri kümeleri epoklara bölündükten sonra her bir veri 
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kümesinin n sayıda elemanı için altküme (   sayıda altküme) oluĢturulur. Daha sonra veri 

kümelerinin alt kümeleri sırasıyla her bir veri kümesi için bu tez çalıĢmasında belirlenen 

öznitelik ve sınıflandırma yöntemlerine uygulanarak SD hesaplanır. Bu sınıflandırma 

sonucu sırasıyla Veri Kümesi 1, Veri Kümesi 2 ve Veri Kümesi 3 için en yüksek SD‟yi 

veren alt kümeyi oluĢturan epoklar etkin olarak seçilerek algoritma sonlanır. Burada tüm 

veri kümeleri ġekil 2.10‟da verilen algoritmaya baĢarılı bir Ģekilde ayrı zamanlı olarak 

uygulanmıĢtır ve yapılan hesaplamalar ile sonuçlar Bulgular baĢlığı altında her bir veri 

kümesi için ayrıntılı olarak verilmiĢtir. 

 

 
 

 

ġekil 2.10. Etkin epokların seçimi için önerilen yöntemin blok Ģeması 

  



 

 

   

 

 

3. BULGULAR 

 

3.1. Veri Kümesi 1 ile Elde Edilen Bulgular 

 

Bu tez çalıĢması için ġekil 2.10‟da verilen algoritma genel yöntem olarak Veri 

Kümesi 1‟e uygulanmıĢtır. Etkin zaman dilimlerinin tespiti için oluĢturulan algoritmada 

EEG veri kümesinin her bir denemesinden Denklem 2.5‟de verilen ortalama türev tabanlı 

öznitelikler çıkartılmıĢtır. Veri Kümesi 1 için etkin olan 1. ve 3. elektrotlar ile toplamda iki 

öznitelik hesaplanarak daha sonra çıkarılan öznitelikler sırasıyla k-EYK, DVM ve DAA 

yöntemleriyle sınıflandırılarak bu sınıflandırıcılar için performans karĢılaĢtırması 

yapılmıĢtır.   

Ön iĢlem uygulanmıĢ ve ön iĢlem uygulanmamıĢ Veri Kümesi 1‟e ġekil 2.10‟daki 

algoritma ortalama türev tabanlı öznitelik yöntemi ile birlikte ve sırasıyla k-EYK, DVM ve 

DAA sınıflandırıcıları için uygulanmıĢtır. Bu iĢlemin sonunda seçilen etkin zaman 

dilimleri ile hesaplanan SD‟ler ön iĢlem uygulanmıĢ ve ön iĢlem uygulanmamıĢ Veri 

Kümesi 1 için ġekil 3.1‟de verilmiĢtir. Ayrıca ön iĢlem uygulanmıĢ ve ön iĢlem 

uygulanmamıĢ EEG veri kümesi için seçilen etkin zaman dilimleri ġekil 3.2‟de verilmiĢtir. 

ġekil 3.2‟de verilen etkin zaman dilimleri ile ġekil 3.1‟de verildiği gibi ön iĢlem 

uygulanmıĢ Veri Kümesi 1 ile k-EYK, DVM ve DAA sınıflandırıcıları için sırasıyla 

%99.31, %99.31 ve %97.61 SD hesaplanırken, ön iĢlem uygulanmamıĢ Veri Kümesi 1 ile 

sırasıyla %87.73, %86.00 ve %84.30 SD hesaplanmıĢtır. Ön iĢlem uygulanmıĢ veri 

kümesiyle hesaplanan SD‟lerin ön iĢlem uygulanmamıĢ SD‟lerden sırasıyla %11.58, 

%13.31 ve %13.31 daha fazla olması ön iĢlem aĢamasının bu veri kümesi için etkin 

olduğunu göstermektedir.  Ayrıca, bu tez çalıĢması için etkin zaman dilimi seçiminin 

yüksek baĢarımlı olduğunu göstermek için ön iĢlem uygulanmıĢ ve ön iĢlem uygulanmamıĢ 

Veri Kümesi 1‟in her bir denemesinin tüm örnekleri ile de belirlenen öznitelik ve 

sınıflandırıcı yöntemleriyle SD‟ler hesaplanarak ġekil 3.1‟de verilmiĢtir. Burada ön iĢlem 

uygulanmıĢ Veri Kümesi 1‟den k-EYK, DVM ve DAA sınıflandırıcıları için sırasıyla 

%56.31, %58.05 ve %56.31 SD hesaplanırken, ön iĢlem uygulanmamıĢ Veri Kümesi 1 için 

sırasıyla %51.53, %53.58 ve %52.21 SD hesaplanmıĢtır. 
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ġekil 3.1.  Ön iĢlem uygulanmıĢ ve ön iĢlem uygulanmamıĢ Veri Kümesi 1 için etkin 

epoklarla ve tüm epoklarla hesaplanan SD değerleri  

 

 

 

ġekil 3.2.  Veri Kümesi 1‟de k-EYK, DVM ve DAA sınıflandırıcıları için seçilen etkin 

epoklar 

 

ġekil 3.3 ve ġekil 3.4‟te verildiği gibi ön iĢlem uygulanmıĢ ve ön iĢlem 

uygulanmamıĢ Veri Kümesi 1 için etkin zaman dilimleriyle ve tüm zaman dilimleriyle 

ayrıca Duyarlılık (DU) ve Özgüllük (ÖZ) değerleri hesaplanmıĢtır. Ön iĢlem uygulanmıĢ 

Veri Kümesi 1 ile etkin zaman dilimleriyle k-EYK, DVM ve DAA sınıflandırıcıları için 

%100 DU ve k-EYK ile DVM sınıflandırıcıları için %97.94,  DAA sınıflandırıcısı için 

%95.20 ÖZ değerleri hesaplanmıĢtır. Ancak tüm zaman dilimleriyle sırasıyla k-EYK, 

DVM ve DAA sınıflandırıcıları için %56.46, %59.86, %59.86 DU ve %52.05, %51.36, 
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%52.73 ÖZ değerlerine ulaĢılmıĢtır. Ayrıca, Ön iĢlem uygulanmamıĢ Veri Kümesi 1 ile 

etkin zaman dilimleriyle k-EYK, DVM ve DAA sınıflandırıcıları için sırasıyla %91.83, 

%91.15, %89.79 DU ve %80.13, %81.50, %73.97 ÖZ değerleri hesaplanırken, tüm zaman 

dilimleriyle aynı sınıflandırıcılar ile sırasıyla %56.46, %59.86, %59.86 DU ve %47.26, 

%51.70, %52.05 ÖZ değerlerine ulaĢılmıĢtır.    

 

 

 

ġekil 3.3.  Ön iĢlem uygulanmıĢ ve ön iĢlem uygulanmamıĢ Veri Kümesi 1 için etkin  

epoklarla ve tüm epoklarla hesaplanan DU değerleri 

 

 

 

ġekil 3.4.  Ön iĢlem uygulanmıĢ ve ön iĢlem uygulanmamıĢ Veri Kümesi 1 için etkin 

epoklarla ve tüm epoklarla hesaplanan ÖZ değerleri 

 

ġekil 3.1 ve ġekil 3.2‟de verilenlere göre en yüksek SD ön iĢlem uygulanmıĢ Veri 

Kümesi 1 için k-EYK ve DVM sınıflandırıcıları ile 1. ve 5. epokları için %99.31 olarak 

hesaplandığından, sadece bu zaman dilimleri ile sınıf 0 ve sınıf 1‟i ayırmak için hesaplanan 
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öznitelikler ġekil 3.5‟te verilmiĢtir. ġekil 3.5 a)‟da verilen grafik eğitim verileriyle 

hesaplanan öznitelikleri gösterirken, ġekil 3.5 b)‟de verilen grafik test verileriyle 

hesaplanan öznitelikleri göstermektedir. ġekil 3.5‟deki grafiklerden anlaĢılacağı gibi 

ortalama türev tabanlı öznitelikler ve seçilen 1. ve 5. epoklar Veri Kümesi 1 için etkin 

özelliktedir.  

 

 

ġekil 3.5. Eğitim ve test verileri için hesaplanan öznitelikler 

 

Bu tez çalıĢmasında önerilen yöntem ile sadece SD artırılmamıĢ, aynı zamanda Tablo 

3.1‟de verildiği gibi öznitelik çıkarma aĢamasındaki hesaplama süresi (ÖÇS) de 

azaltılmıĢtır.  ġekil 3.2‟de gösterildiği gibi k-EYK, DVM ve DAA sınıflandırıcıları için 2 

tane etkin epok seçildiğinden bu sınıflandırıcıların hepsi için etkin epoklar ile birlikte 

18.82 milisaniye (msn) ÖÇS hesaplanırken, tüm zaman dilimleriyle 33.90 msn ÖÇS 

hesaplanmıĢtır. Ġntel i5 iĢlemcili, 4 GB RAM bilgisayar ile Matlab R2015a ortamında 

gerçekleĢtirilen hesaplamalara göre ÖÇS tüm sınıflandırıcılar için %44.7 oranında 

azaltılmıĢtır. 

Seçilen etkin epoklar ile DVM, k-EYK ve DAA sınıflandırıcı için test verileri 

üzerindeki hata matrisleri sırasıyla Tablo 3.2‟de a), b) ve c)‟de verilmiĢtir. Burada k-EYK, 

DVM ve DAA sınıflandırıcı için %100.00 sınıf 0 doğru sınıflandırılmıĢtır. Ayrıca k-EYK 

ve DVM sınıflandırıcıları için %97.94, DAA sınıflandırıcısı için %92.46 sınıf 1 doğru 
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sınıflandırılırken,  k-EYK ve DVM sınıflandırıcıları için %2.05, DAA sınıflandırıcısı için 

%7.53 sınıf 1 bilgisi sınıf 0 olarak sınıflandırılmıĢtır.  

 

Tablo 3.1. Veri Kümesi 1 için öznitelik çıkarım süreleri 

k-NN-DVM-DAA ÖÇS (msn) 

Etkin Zaman Dilimleriyle  18.82 

Tüm Zaman Dilimleriyle  33.90 

Hesaplama Süresi Azaltım Oranı %44.7 

 

 

 

3.2. Veri Kümesi 2 ile Elde Edilen Bulgular 

 

Bu tez çalıĢması için ġekil 2.10‟da verilen algoritma genel yöntem olarak Veri 

Kümesi 2‟ye uygulanmıĢtır. Etkin zaman dilimlerinin tespiti için oluĢturulan algoritmada 

ECoG veri kümesinin her bir denemesinden Dalgacık DönüĢümü tabanlı öznitelikler 

çıkartılmıĢtır. Dalgacık dönüĢümü katsayılarının Denklem 2.3 ve Denklem 2.4‟de verildiği 

gibi sırasıyla ortalaması ve standart sapması alınmıĢ ve Veri Kümesi 2 için etkin olan 12. 

ve 38. elektrotlar ile birlikte toplamda dört öznitelik hesaplanmıĢtır. Bu öznitelikler Morlet 

dalgacığında alfa+beta bant aralığından hesaplanmıĢtır. Daha sonra çıkarılan öznitelikler 

sırasıyla k-EYK, DVM ve DAA yöntemleriyle sınıflandırılmıĢtır.  

Ön iĢlem uygulanmıĢ ve ön iĢlem uygulanmamıĢ Veri Kümesi 2‟ye ġekil 2.10‟daki 

algoritmanın uygulanmasıyla etkin zaman dilimleri seçilmiĢ ve bu zaman dilimlerinden 

çıkarılan özniteliklerle k-EYK, DVM ve DAA sınıflandırıcıları için ġekil 3.6‟da verilen 

Tablo 3.2. Sınıflandırıcılar için hata matrisleri, (a) k-EYK, (b) DVM, (c) DAA 

(a)                                                             (b) 

k-EYK 
Gerçek Sınıf 

 

DVM 

 

Gerçek Sınıf 

Sınıf 0 Sınıf 1 Sınıf 0 Sınıf 1 

Tahmini 

Sınıf 

Sınıf 0 %100.00 %2.05 Tahmini 

Sınıf 

Sınıf 0 %100.00 %2.05 

Sınıf 1 %0.00 %97.94 Sınıf 1 %0.00 %97.94 

 

(c) 

DAA 
Gerçek Sınıf 

Sınıf 0 Sınıf 1 

Tahmini 

Sınıf 

Sınıf 0 %100.00 %7.53 

Sınıf 1 %0.00 %92.46 
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SD‟ler hesaplanmıĢtır. Burada ön iĢlem uygulanmıĢ ve ön iĢlem uygulanmamıĢ Veri 

Kümesi 2 için seçilen etkin zaman dilimleri ġekil 3.7‟de verilmiĢtir.  

 

 

 

ġekil 3.6.  Ön iĢlem uygulanmıĢ ve ön iĢlem uygulanmamıĢ Veri Kümesi 2 için etkin 

epoklarla ve tüm epoklarla hesaplanan SD değerleri 

 

ġekil 3.7‟de verilen etkin zaman dilimleri ile ġekil 3.6‟da verildiği gibi ön iĢlem 

uygulanmıĢ Veri Kümesi 2 ile k-EYK, DVM ve DAA sınıflandırıcıları için sırasıyla 

%99.00, %95.00 ve %98.00 SD hesaplanırken, ön iĢlem uygulanmamıĢ Veri Kümesi 2 ile 

sırasıyla %94.00, %91.00 ve %93.00 SD hesaplanmıĢtır. Ön iĢlem uygulanmıĢ veri 

kümesiyle hesaplanan SD‟ler ön iĢlem uygulanmamıĢ SD‟lerden sırasıyla %5.00, %4.00 ve 

%5.00 daha fazladır. Böylece ön iĢlem aĢaması Veri Kümesi 2 için de etkin olduğu 

söylenebilir. Ayrıca, bu veri kümesi için de etkin zaman dilimi seçiminin yüksek baĢarımlı 

olduğunu göstermek için ön iĢlem uygulanmıĢ ve ön iĢlem uygulanmamıĢ Veri Kümesi 

2‟nin her bir denemesinin tüm örnekleri kullanılarak, bu veri kümesi için belirlenen 

öznitelik ve sınıflandırıcı yöntemleriyle SD‟ler hesaplanarak ġekil 3.6‟da verilmiĢtir. 

Burada ön iĢlem uygulanmıĢ Veri Kümesi 2‟den k-EYK, DVM ve DAA sınıflandırıcıları 

için sırasıyla %97.00, %85.00 ve %85.00 SD hesaplanırken, ön iĢlem uygulanmamıĢ Veri 

Kümesi 2 için sırasıyla %88.00, %82.00 ve %85.00 SD hesaplanmıĢtır. ġekil 3.6‟daki 

grafikten de görüldüğü gibi en yüksek SD‟ler ön iĢlem uygulanmıĢ Veri Kümesi 2‟nin 

etkin zaman dilimlerinden hesaplanmıĢtır.   
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ġekil 3.7. Veri Kümesi 2‟de k-EYK, DVM ve DAA sınıflandırıcıları için seçilen etkin 

epoklar 

 

Ön iĢlem uygulanmıĢ ve ön iĢlem uygulanmamıĢ Veri Kümesi 2 için de etkin zaman 

dilimleriyle ve tüm zaman dilimleriyle ġekil 3.8 ve ġekil 3.9‟da verildiği gibi ayrıca DU ve 

ÖZ değerleri hesaplanmıĢtır. Ön iĢlem uygulanmıĢ Veri Kümesi 2 ile etkin zaman 

dilimleriyle k-EYK ve DAA sınıflandırıcıları için %100 DU ve %96.00 ÖZ, DVM 

sınıflandırıcısı için %96.00 DU ve %92.00 ÖZ değerlerine ulaĢılmıĢtır. Ancak, tüm zaman 

dilimleriyle sırasıyla k-EYK, DVM ve DAA sınıflandırıcıları için %98.00, %76.00, 

%100.00 DU ve k-EYK ile DVM sınıflandırıcıları için %94.00, DAA sınıflandırıcısı için 

%70.00 ÖZ değerleri hesaplanmıĢtır. Ayrıca, ön iĢlem uygulanmamıĢ Veri Kümesi 2 ile 

etkin zaman dilimleriyle k-EYK, DVM ve DAA sınıflandırıcıları sırasıyla için %94.00, 

%90.00, %92.00 DU ve k-EYK ile DVM sınıflandırıcıları için %90.00, DAA 

sınıflandırıcısı için %94.00 ÖZ değerleri hesaplanmıĢtır. Daha sonra tüm zaman 

dilimleriyle k-EYK ile DAA sınıflandırıcıları için %90.00, DVM sınıflandırıcısı için  

%88.00 DU ve k-EYK, DVM ve DAA sınıflandırıcıları için sırasıyla %82.00, %76.00, 

%80.00 ÖZ değerleri hesaplanmıĢtır.     
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ġekil 3.8.  Ön iĢlem uygulanmıĢ ve ön iĢlem uygulanmamıĢ Veri Kümesi 2 için etkin 

epoklarla ve tüm epoklarla hesaplanan DU değerleri  

 

 

 

ġekil 3.9.  Ön iĢlem uygulanmıĢ ve ön iĢlem uygulanmamıĢ Veri Kümesi 2 için etkin 

epoklarla ve tüm epoklarla hesaplanan ÖZ değerleri 

 

ġekil 3.6 ve ġekil 3.7‟de verilenlere göre en yüksek SD, ön iĢlem uygulanmıĢ Veri 

Kümesi 2 için k-EYK sınıflandırıcısı ile 1. 2. 3. 4. 5. 10. ve 11. epoklar için %99.00 olarak 

hesaplandığından, sadece bu zaman dilimleri ile sınıf a ve sınıf b‟yi ayırmak için 

hesaplanan öznitelikler ġekil 28‟de verilmiĢtir. ġekil 3.10 a)‟da verilen grafik eğitim 

verileri üzerindeki öznitelikleri gösterirken, ġekil 3.10 b)‟de verilen grafik test verileri 
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üzerinde hesaplanan öznitelikleri göstermektedir. Ayrıca burada hesaplanan 4 öznitelikten 

sırasıyla x, y ve z ekseninde ilk üç öznitelik gösterilmiĢtir. ġekil 3.10‟daki grafikten de 

anlaĢılacağı gibi dalgacık dönüĢümü tabanlı öznitelikler ve 1. 2. 3. 4. 5. 10. ve 11. epoklar 

Veri Kümesi 2 için etkin özelliktedir. 

 
 

 

 

ġekil 3.10. Eğitim ve test verileri için hesaplanan öznitelikler  

 

Veri Kümesi 2 için ÖÇS hesaplanarak Tablo 3.3‟de verilmiĢtir. ġekil 3.7‟de verilen 

etkin zaman dilimlerine göre k-EYK sınıflandırıcısı için 2.95 sn, DVM sınıflandırıcısı için 

2.58 sn ve DAA sınıflandırıcısı için 2.98 sn ÖÇS hesaplanırken, tüm zaman dilimleriyle 

3.63 sn ÖÇS hesaplanmıĢtır. Ġntel i5 iĢlemcili, 4 GB RAM bilgisayar ile Matlab R2015a 

ortamında gerçekleĢtirilen hesaplamalara göre ÖÇS, k-EYK, DVM ve DAA 

sınıflandırıcıları için sırasıyla %18.73, %28.92 ve %17.90 oranında azaltılmıĢtır. Elde 

edilen bu sonuçlara göre sadece SD artırılmamıĢ, aynı zamanda ÖÇS de azaltılmıĢtır.   

 

Tablo 3.3. Öznitelik çıkarım süreleri 

 

Sınıflandırıcılar k-NN DVM DAA 

Etkin Zaman Dilimleriyle ÖÇS 2.95 sn 2.58 sn 2.98 sn 

Tüm Zaman Dilimleriyle ÖÇS 3.63 sn 3.63 sn 3.63 sn 

Hesaplama Süresi Azaltım Oranı %18.73 %28.92 %17.90 
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Seçilen etkin epoklar ile DVM, k-EYK ve DAA sınıflandırıcı için test verileri 

üzerindeki hata matrisleri sırasıyla Tablo 3.4‟te a, b ve c‟de verilmiĢtir. Burada sınıf a 

bilgisi, k-EYK ve DAA sınıflandırıcıları için %100.00, DVM sınıflandırıcısı için %96.00 

oranında doğru sınıflandırılmıĢtır. Ancak, DVM sınıflandırıcısı için sınıf a bilgisi %4.00 

oranında sınıf b olarak sınıflandırılmıĢtır. Sınıf b bilgisi ise, k-EYK ve DAA 

sınıflandırıcıları için %96.00, DVM sınıflandırıcısı için %92.00 oranında doğru 

sınıflandırılmıĢtır. Ancak sınıf b bilgisi, k-EYK ve DAA sınıflandırıcıları için %4.00, 

DVM sınıflandırıcısı için %8.00 oranında sınıf a olarak sınıflandırılmıĢtır.       

 

 

 

3.3. Veri Kümesi 3 ile Elde Edilen Bulgular 

 

Bu veri kümesi Aydemir‟in [8] referanslı doktora tezinde kayıt aldığı ve çalıĢtığı 

imleç hareketi hayaline dayalı elektroensefalografi iĢaretlerinden oluĢmaktadır. Aydemir 

doktora çalıĢmasında 3 kiĢiden kayıt aldığı bu veri kümesine karar ağaç yapısını 

uygulayarak her bir kiĢi için 3 ağaç yapısı oluĢturmuĢtur. Her bir kiĢi ve ağaç yapısı için 

Veri Kümesi 3‟e çeĢitli öznitelik ve sınıflandırıcı yöntemleri uygulayarak sınıflandırma 

doğruluğu hesaplamıĢtır. Bu tez çalıĢmasında Aydemir‟in önerdiği öznitelik ve 

sınıflandırıcı yöntemlerine ek olarak sınıflandırma doğruluğu artırmak için bu veri 

kümesine ġekil 2.10‟da verilen algoritma uygulanmıĢtır. Aynı öznitelik ve sınıflandırma 

yöntemlerine bağlı kalarak ġekil 2.10‟da verilen algoritma ile yapılan hesaplamalar bu üç 

kiĢi (A, B ve C kiĢileri) için ayrıntılı olarak alt baĢlıklarda verilmiĢtir. 

 

Tablo 3.4. Sınıflandırıcılar için hata matrisleri, (a) k-EYK, (b) DVM, (c) DAA 

(a)                                                         (b) 

                k-EYK 
Gerçek Sınıf 

 

DVM 

 

Gerçek Sınıf 

Sınıf 0 Sınıf 1 Sınıf 0 Sınıf 1 

Tahmini 

Sınıf 

Sınıf 0 %100.00 %4.00 Tahmini 

Sınıf 

Sınıf 0 %96.00 %8.00 

Sınıf 1 %0.00 %96.00 Sınıf 1 %4.00 %92.00 

                             

(c) 

DAA 
Gerçek Sınıf 

Sınıf 0 Sınıf 1 

Tahmini 

Sınıf 

Sınıf 0 %100.00 %4.00 

Sınıf 1 %0.00 %96.00 
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3.3.1. A Kişisi İçin Yapılan Hesaplamalar ve Bulgular 

 

A kiĢi için uygulanan karar ağacı yapısı ġekil 3.11‟de verilmiĢtir. Burada A kiĢisi 

için 3 düğüm vardır ve her bir düğüm için kullanılan öznitelik ile sınıflandırıcı yöntemleri 

düğüm içerisinde belirtilmiĢtir.  

 

 

 

ġekil 3.11. A kiĢisi için karar ağaç yapısı 

 

Burada 1. düğümde S1, S3 ile S2, S4 sınıfları dalgacık dönüĢümü tabanlı 

özniteliklerle 8. elektrot kullanılarak DVM ile sınıflandırılmıĢtır. Dalgacık dönüĢümü için 

daubechies dalgacığı 6-9 Hz bandında kullanılmıĢ ve DVM için       olarak seçilmiĢtir. 

2. düğümde S1 ile S3 Özbağlanım tabanlı özniteliklerle 9. elektrot kullanılarak DAA ile 

sınıflandırılmıĢtır. Burada özbağlanım parametresi 8 olarak seçilmiĢtir. 3. düğümde ise S2 

ile S4 ortalama türev ve çarpıklık tabanlı özniteliklerle 8. elektrot kullanılarak DVM ile 

sınıflandırılmıĢtır. Burada Özbağlanım parametresi 5 olarak ve DVM için       olarak 

seçilmiĢtir. A kiĢisi için oluĢturulan karar ağaç yapısında 1. düğüm için toplam 2 öznitelik, 

2. düğüm için toplam 8 öznitelik ve 3. düğüm için ise toplam 2 öznitelik hesaplanmıĢtır.  

ġekil 3.11‟da verilen tüm düğümler birbirinden bağımsız bir Ģekilde ġekil 2.10‟daki 

algoritmaya uygulanarak her bir düğüm için etkin epok(lar) seçilmiĢtir. Her bir düğüm için 

seçilen etkin epoklar ġekil 3.12‟da verilmiĢtir. Burada sarı, turuncu ve yeĢil iĢaretli epoklar 

sırasıyla 1. 2. ve 3. düğüm için seçilen etkin epokları belirtmektedir.  
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ġekil 3.12. A kiĢisi için seçilen etkin epoklar 

 

 

ġekil 3.12‟de verilen etkin epoklar ile her bir düğüm için hesaplanan test SD 

sonuçları Tablo 3.5‟de verilmiĢtir. Burada Düğüm 1, 2, 3 için sırasıyla %94.73, %75.00 ve 

%97.36 SD hesaplanmıĢtır ve tüm düğümler ile karar ağacı sonunda %82.24 SD 

hesaplanmıĢtır. Tüm epoklar hesaplamaya katıldığında ise SD %16.46 oranında azalarak 

%65.78 SD hesaplanmıĢtır. Ayrıca düğüm 1 için %93.42 DU, %96.05 ÖZ, düğüm 2 için 

%78.94 DU, %71.05 ÖZ ve düğüm 3 için %100.00 DU, %94.73 ÖZ değerleri 

hesaplanmıĢtır. 

 

Tablo 3.5. A kiĢisinin her bir düğümü için etkin epoklarla hesaplanan SD, 

DUve ÖZ 

 

Karar Ağacı Düğümleri SD(%) DU(%) ÖZ(%) 

Düğüm 1 94.73 93.42 96.05 

Düğüm 2 75.00 78.94 71.05 

Düğüm 3 97.36 100.00 94.73 

Karar Ağacı Sonucu 82.24 76.31 90.35 

 

ġekil 2.10‟daki algoritma ile SD‟yi artırmanın yanında A kiĢisi için ÖÇS de 

artırılmıĢtır. Her bir düğüm için hesaplanan etkin epolar ile karar ağacı sonunda 3.13 sn 

ÖÇS hesaplarken tüm epoklar ile 3.59 sn ÖÇS hesaplanmıĢtır. A kiĢisi için ÖÇS %12.81 

azaltılmıĢtır. Ayrıca A kiĢisi için karar ağacı sonucu hesaplanan %82.84 SD için elde 

edilen hata matrisi Tablo 3.6‟de verilmiĢtir. 
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Tablo 3.6. A kiĢisi için hata matrisi 

 

A Kişisi 
Gerçek Sınıf 

S1 S2 S3 S4 

Hesaplanan 

Sınıf 

S1 29 0 10 1 

S2 0 37 0 2 

S3 7 1 25 1 

S4 2 0 3 34 

 

 

3.3.2. B Kişisi İçin Yapılan Hesaplamalar ve Bulgular 

 

B kiĢi için uygulanan karar ağacı yapısı ġekil 3.13‟de verilmiĢtir. Burada B kiĢisi için 

3 düğüm vardır ve her bir düğüm için kullanılan öznitelik ile sınıflandırma yöntemleri 

düğüm içerisinde belirtilmiĢtir. Burada 1. düğümde S2 ile S1, S3, S4 özbağlanım ve 

dalgacık dönüĢümü tabanlı özniteliklerle 4. elektrot kullanılarak DVM ile 

sınıflandırılmıĢtır. Burada dalgacık dönüĢümü için morlet dalgacığı 13-40 Hz bandında 

kullanılmıĢ, DVM için       ve özbağlanım parametresi 4 olarak seçilmiĢtir. 2. 

düğümde S3 ile S1, S4 özbağlanım tabanlı özniteliklerle 4. elektrot kullanılarak KEKK 

regresyonu ile sınıflandırılmıĢtır. Burada özbağlanım parametresi 10 olarak seçilmiĢtir. 3. 

düğümde ise S1 ile S4 dalgacık dönüĢümü tabanlı özniteliklerle 3. elektrot kullanılarak k-

EYK ile sınıflandırılmıĢtır. Burada dalgacık dönüĢümü için Morlet dalgacığı 13-40 Hz 

bandında kullanılmıĢ ve k-EYK için   parametresi 25 olarak seçilmiĢtir. B kiĢisi için 

oluĢturulan karar ağaç yapısında 1. düğüm için toplam 6 öznitelik, 2. düğüm için toplam 10 

öznitelik, 3. düğüm için toplam 2 öznitelik hesaplanmıĢtır. 

ġekil 3.13‟de verilen tüm düğümler birbirinden bağımsız bir Ģekilde ġekil 2.10‟daki 

algoritmaya uygulanarak her bir düğüm için etkin epok(lar) seçilmiĢtir. Her bir düğüm için 

seçilen etkin epoklar ġekil 3.14‟de verilmiĢtir. Burada sarı, turuncu ve yeĢil iĢaretli epoklar 

sırasıyla 1. 2. ve 3. düğüm için seçilen etkin epokları belirtmektedir.  
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ġekil 3.13. B kiĢisi için karar ağaç yapısı 

 

 
 

ġekil 3.14. B kiĢisi için seçilen etkin epoklar 

 

ġekil 3.14‟de verilen etkin epoklar ile her bir düğüm için hesaplanan test SD 

sonuçları Tablo 3.7‟de verilmiĢtir. Burada Düğüm 1, 2, 3 için sırasıyla %82.89, %82.45 ve 

%80.26 SD hesaplanmıĢtır ve tüm düğümler ile karar ağacı sonunda %62.50 SD 

hesaplanmıĢtır. Tüm epoklar hesaplamaya katıldığında ise SD %17.77 oranında azalarak 

%44.73 SD hesaplanmıĢtır. Ayrıca düğüm 1 için %52.63 DU, %92.98 ÖZ, düğüm 2 için 
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%57.89 DU, %94.73 ÖZ ve düğüm 3 için %73.68 DU, %86.84 ÖZ değerleri 

hesaplanmıĢtır. 

 

Tablo 3.7. B kiĢisinin her bir düğümü için etkin epoklarla hesaplanan SD, DU 

ve ÖZ 

 

Karar Ağacı Düğümleri SD(%) DU(%) ÖZ(%) 

Düğüm 1 82.89 52.63 92.98 

Düğüm 2 82.45 57.89 94.73 

Düğüm 3 80.26 73.68 86.84 

Karar Ağacı Sonucu 62.50 60.52 79.82 

 

B kiĢisi için de SD‟yi artırmanın yanında ÖÇS de arttırılmıĢtır. Her bir düğümü için 

hesaplanan etkin epolar ile 13.18 sn ÖÇS hesaplarken tüm epoklar ile 14.48 sn ÖÇS 

hesaplanmıĢtır. B kiĢisi için ÖÇS %8.97 azaltılmıĢtır. Ayrıca B kiĢisi için karar ağacı 

sonucu hesaplanan %62.50 SD ile elde edilen hata matrisi Tablo 3.8‟da verilmiĢtir. 

 

Tablo 3.8. B kiĢisi için hata matrisi 

 

B Kişisi 
Gerçek Sınıf 

S1 S2 S3 S4 

Hesaplanan 

Sınıf 

S1 23 10 8 5 

S2 2 20 5 1 

S3 3 6 20 0 

S4 10 2 25 32 

 

 

3.3.3. C Kişisi İçin Yapılan Hesaplamalar ve Bulgular 

 

C kiĢi için uygulanan karar ağacı yapısı ġekil 3.15‟te verilmiĢtir. Burada C kiĢisi için 

3 düğüm vardır ve her bir düğüm için kullanılan öznitelik ile sınıflandırıcı yöntemleri 

düğüm içerisinde belirtilmiĢtir. 1. düğümde S1 ile S2, S3, S4 sınıfları özbağlanım ve 

dalgacık dönüĢümü tabanlı özniteliklerle k-EYK ile sınıflandırılmıĢtır. Burada özbağlanım 

tabanlı öznitelikler çıkarılırken 8. elektrot kullanılırken dalgacık dönüĢümü tabanlı 

öznitelikler için 5. elektrot kullanılmıĢtır. Ayrıca dalgacık dönüĢümü için morlet dalgacığı 

13-40 Hz bandında kullanılmıĢ, özbağlanım parametresi 6 olarak ve k-EYK için     

olarak seçilmiĢtir. 2. düğümde S4 ile S2, S3 sınıfları dalgacık dönüĢümü tabanlı 

özniteliklerle 8. elektrot kullanılarak DVM ile sınıflandırılmıĢtır. Burada dalgacık 
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dönüĢümü için morlet dalgacığı 13-40 Hz bandında kullanılmıĢ, DVM için       olarak 

seçilmiĢtir. 3. düğümde ise S2 ile S3 özbağlanım, ortalama türev, basıklık, çarpıklık ve 

varyans tabanlı özniteliklerle DAA ile sınıflandırılmıĢtır. Burada özbağlanım tabanlı 

öznitelikler çıkarılırken 3. elektrot kullanılırken ortalama türev, basıklık, çarpıklık ve 

varyans tabanlı öznitelikler için 10. elektrot kullanılmıĢtır ve özbağlanım parametresi 5 

olarak seçilmiĢtir. C kiĢisi için oluĢturulan karar ağaç yapısında 1. düğüm için toplam 8 

öznitelik, 2. düğüm için toplam 2 öznitelik, 3. düğüm için toplam 9 öznitelik 

hesaplanmıĢtır. 

 

 
 

ġekil 3.15. C kiĢisi için karar ağaç yapısı 

 

 
 

ġekil 3.16. C kiĢisi için seçilen etkin epoklar 
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ġekil 3.15‟te verilen tüm düğümler birbirinden bağımsız bir Ģekilde ġekil 2.10‟daki 

algoritmaya uygulanarak her bir düğüm için etkin epok(lar) seçilmiĢtir. Her bir düğüm için 

seçilen etkin epoklar ġekil 3.16‟de verilmiĢtir. Burada sarı, turuncu ve yeĢil iĢaretli epoklar 

sırasıyla 1. 2. ve 3. düğüm için seçilen etkin epokları belirtmektedir.  

ġekil 3.16‟ de verilen etkin epoklar ile her bir düğüm için hesaplanan test SD 

sonuçları Tablo 3.9‟da verilmiĢtir. Burada Düğüm 1, 2, 3 için sırasıyla %81.57, %78.07 ve 

%84.21 SD hesaplanmıĢtır ve tüm düğümler ile karar ağacı sonunda %57.23 SD 

hesaplanmıĢtır. Tüm epoklar hesaplamaya katıldığında ise SD, %23.02 oranında azalarak 

%34.21 SD hesaplanmıĢtır. Ayrıca düğüm 1 için %39.47 DU, %95.61 ÖZ, Düğüm 2 için 

%42.10 DU, %96.05 ÖZ ve düğüm 3 için %76.31 DU, %92.10 ÖZ değerleri 

hesaplanmıĢtır. 

 

Tablo 3.9. C kiĢisinin her bir düğümü için etkin epoklarla hesaplanan SD,   

DU ve ÖZ 

 

Karar Ağacı Düğümleri SD(%) DU(%) ÖZ(%) 

Düğüm 1 81.57 39.47 95.61 

Düğüm 2    78.07 42.10 96.05 

Düğüm 3 84.21 76.31 92.10 

Karar Ağacı Sonucu    57.23 39.47 95.61 

 

ġekil 2.10‟daki algoritma ile SD‟yi artırmanın yanında C kiĢisi için de ÖÇS de 

arttırılmıĢtır. Her bir düğümü için hesaplanan etkin epolar ile 9.21 sn ÖÇS hesaplarken tüm 

epoklar ile 13.95 sn ÖÇS hesaplanmıĢtır. C kiĢisi için ÖÇS %33.95 azaltılmıĢtır. Ayrıca C 

kiĢisi için karar ağacı sonucu hesaplanan %57.23 SD için elde edilen hata matrisi Tablo 

3.10‟de verilmiĢtir. 

Tablo 3.10. C kiĢisi için hata matrisi 

 

C Kişisi 
Gerçek Sınıf 

S1 S2 S3 S4 

Hesaplanan 

Sınıf 

S1 15 2 2 1 

S2 11 25 3 11 

S3 8 9 32 11 

S4 4 2 1 15 



 

 

   

 

 

4. SONUÇLAR VE TARTIŞMA 

 

Beynin elektriksel aktiviteleri ile oluĢan EEG ve ECoG verilerinin yorumlanması 

belirli matematiksel algoritmalarla sağlanmaktadır. Bu veriler son zamanlarda çok fazla 

çalıĢılan BBA sisteminin ana bileĢenlerinden biridir. BBA ise kiĢinin herhangi bir uzvunu 

kullanmadan sadece beyin sinyalleriyle imleçleri, robot kolları, protezleri, tekerlekli 

sandalyeleri, bilgisayarı veya elektromekanik bir kolu kontrol eden sistemdir. Sinyal analiz 

etme metotlarının geliĢmesi, motor nöronları bozuk hastaların sayısının artması ile birlikte 

teknolojide bu sistemlerin geliĢme hızı artmaktadır. Ancak bu geliĢimle birlikte BBA 

sistemlerinin hasta için uygulanabilirliği, sistemin çalıĢma hızı, sistemin doğruluğu gibi 

soorunlarla karĢılaĢılmaktadır. Bu sorunların cevapları hastanın isteğini yansıtacak olan 

komutların yüksek hassasiyette olmasıyla doğru orantılıdır. Bu bağlamda BBA iĢaretlerine 

uygulanan öniĢleme, öznitelik çıkartma ve sınıflandırma ile birlikte iĢarete uygulanan diğer 

yöntemler önemlidir. Bunlara ek olarak BBA sistemlerinin uygulanabilirliğinin iyi olması 

için kullanılan veri uzunluğu da mümkün olduğunca ideal olması sistem için önemlidir. 

Çünkü farklı zihinsel aktiviteler sırasında hangi hareketin hangi zaman diliminde 

yoğunlaĢtığının tespit edilmesi buna uygun zaman dilimi seçimi yapılmasını sağlar. 

Böylece veri kümesinin analizi esnasında veri uzunluğunun azalması BBA sisteminin daha 

hızlı olmasını sağlayacaktır. 

Bu tez çalıĢmasında Veri Kümesi 1, Veri Kümesi 2 ve Veri Kümesi 3 olarak 

tanımlanmıĢ üç ayrı EEG veya ECoG tabanlı sinyaller ile çalıĢılmıĢtır. Sınıflandırma 

doğruluğunu arttırmak ve öznitelik çıkarım süresini azaltmak için ġekil 2.10‟da verilen 

yöntem, çeĢitli ön iĢlem, öznitelik çıkarımı ve sınıflandırıcı algoritmalarıyla bu veri 

kümelerine uygulanmıĢtır. Bu yöntem ile birlikte üç veri kümesi de epoklara ayrılarak bu 

epoklar arasından etkin olanların seçilmesiyle yüksek baĢarımlı sonuçlar elde edilmiĢtir. 

Bulgular kısmında da bahsedildiği gibi etkin zaman dilimlerinin tespiti için 

oluĢturulan ġekil 2.10‟daki algoritma öncelikle Veri Kümesi 1‟e uygulanmıĢtır. Veri 

Kümesi 1‟e hareketli ortalama filtresi uygulandıktan sonra iĢaretten ortalama türev tabanlı 

öznitelikler çıkartılmıĢtır. Daha sonra Veri Kümesi 1 için etkin olan 1. ve 3. elektrotlar ile 

toplamda iki öznitelik hesaplanarak çıkarılan öznitelikler sırasıyla k-EYK, DVM ve DAA 

yöntemleriyle sınıflandırılarak bu sınıflandırıcılar için performans karĢılaĢtırması 

yapılmıĢtır. Bu sınıflandırıcılar için hesaplanan etkin zaman dilimleri ġekil 3.2‟de 
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verilmiĢtir. Veri Kümesi 1 için en yüksek SD k-EYK sınıflandırıcı için 1. ve 5. epoklar ile 

birlikte %99.31 olarak hesaplanmıĢtır. Ayrıca ÖÇS bu sınıflandırıcı için %44.70 oranında 

azaltılmıĢtır. Bunlara ek olarak literatürde bu veri kümesiyle yapılmıĢ çalıĢmalar Tablo 

4.1‟de verilmiĢtir. Hesaplanan sonuçlar incelendiğinde bu tez çalıĢmasında bu veri 

kümesine uygulanmıĢ yöntem ve algoritmalarla ulaĢılan sonuçların yüksek baĢarımlı 

olduğu görülmektedir. 

 

Tablo 4.1. Veri Kümesi 1 ile yapılmıĢ çalıĢmalar 

 

Çalışma SD (%) 

Aydemir ve Kayıkçıoğlu [51] 92.2 

BCI competition [75] 88.7 

Mensh vd. [52] 88.7 

Sun vd. [76] 90.4 

Ting vd. [77] 90.8 

Wang vd. [78] 91.1 

Duan vd. [79] 93.5 

Guo vd. [53] 92.5 

Önerilen yöntem 99.31 

 

Veri Kümesi 2‟ye ġekil 2.10‟daki algoritmanın uygulanmasıyla ise etkin epoklar 

ġekil 3.7‟deki gibi seçilmiĢtir. Bu algoritma uygulanırken veri kümesi hareketli ortalama 

filtresinden geçirilmiĢtir. Ön iĢlemden geçirilmiĢ veri kümesinin her bir denemesinden 

dalgacık dönüĢümü tabanlı öznitelikler çıkartılmıĢ ve daha sonra çıkarılan öznitelikler 

sırasıyla k-EYK, DVM ve DAA yöntemleriyle sınıflandırılmıĢtır.  

 

Tablo 4.2. Veri Kümesi 2 ile yapılmıĢ çalıĢmalar 

 

Çalışma SD (%) 

Qingguo vd.[60] 91.00 

Dat vd.[61] 92.00 

Qin vd.[80] 90.00 

Demirer vd.[81] 73.00 

Yan Li vd.[62] 92.00 

Ince vd.[82] 93.00 

Hu vd.[83] 92.00 

Aydemir ve Kayıkçıoğlu [71]   94.00 

Önerilen yöntem 99.00 
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Veri kümesi 2 için hesaplanan en yüksek SD 1. 2. 3. 4. 5. 10. ve 11.epoklarla k-EYK 

sınıflandırıcı için %99.00 olarak hesaplanmıĢtır. Sınıflandırma doğruluğunun yüksek 

hesaplanmasının yanı sıra seçilen etkin epoklar ile ÖÇS %18.73 oranında azaltılmıĢtır. 

Veri Kümesi 2 ile literatürde yapılan çalıĢmalar Tablo 4.2‟de verilmiĢtir. Bu tez 

çalıĢmasında önerilen yöntemle Veri Kümesi 2 ile  %99.00 SD ile en iyi sonuca 

ulaĢılmıĢtır. Bu da bu veri kümesi için önerilen yöntemin etkin olduğunu göstermektedir. 

Bu çalıĢmada önerilen yöntem Veri Kümesi 1 ve 2‟nin yanı sıra daha önce 

bahsedildiği gibi Aydemir‟in doktora tezinde kullanılan ve Aydemir tarafından kaydedilen 

Veri Kümesi 3‟e de uygulanmıĢtır. Üç kiĢiden oluĢan veri kümesinden etkin epoklar 

seçilirken öznitelik ve sınıflandırma yöntemleri için Aydemir‟in doktora tezinde 

uyguladığı yöntemler uygulanmıĢtır. Veri kümesine ağaç karar yapısı uygulanarak her bir 

kiĢi için üç düğüm oluĢturulmuĢtur.  

A kiĢisinin 1. düğümünde S1, S3 ile S2, S4 sınıfları dalgacık dönüĢümü tabanlı 

özniteliklerle 8. elektrot kullanılarak DVM ile sınıflandırılmıĢtır. 2. düğümde S1 ile S3 

özbağlanım tabanlı özniteliklerle 9. elektrot kullanılarak DAA ile sınıflandırılmıĢtır. 3. 

Düğümde ise S2 ile S4 ortalama türev ve çarpıklık tabanlı özniteliklerle 8. elektrot 

kullanılarak DVM ile sınıflandırılmıĢtır. ġekil 3.12‟da gösterildiği gibi burada toplam 16 

epokdan 1. düğüm için 11 etkin epok, 2. düğüm için 9 etkin epok ve 3. düğüm için 3 etkin 

epok seçilmiĢtir.  

B kiĢisinin 1. düğümünde S2 ile S1, S3, S4 özbağlanım ve dalgacık dönüĢümü 

tabanlı özniteliklerle 4. elektrot kullanılarak DVM ile sınıflandırılmıĢtır. 2. düğümde S3 ile 

S1, S4 özbağlanım tabanlı özniteliklerle 4. elektrot kullanılarak KEKK regresyonu ile 

sınıflandırılmıĢtır. 3. düğümde ise S1 ile S4 dalgacık dönüĢümü tabanlı özniteliklerle 3. 

elektrot kullanılarak k-EYK ile sınıflandırılmıĢtır. ġekil 3.14‟de verildiği gibi B kiĢisi için 

toplam 16 epokdan 1. düğüm için 9 etkin epok, 2. düğüm için 11etkin epok ve 3. Düğüm 

için 10 etkin epok seçilmiĢtir.  

 C kiĢisinin 1. düğümde S1 ile S2, S3, S4 sınıfları özbağlanım ve dalgacık dönüĢümü 

tabanlı özniteliklerle k-EYK ile sınıflandırılmıĢtır. Burada özbağlanım tabanlı öznitelikleri 

çıkarma aĢamasında 8. elektrot kullanılırken dalgacık dönüĢümü tabanlı öznitelikler için 5. 

elektrot kullanılmıĢtır.  2. düğümde S4 ile S2, S3 sınıfları dalgacık dönüĢümü tabanlı 

özniteliklerle 8. elektrot kullanılarak DVM ile sınıflandırılmıĢtır. 3. düğümde ise S2 ile S3 

özbağlanım, ortalama türev, basıklık, çarpıklık ve varyans tabanlı özniteliklerle DAA ile 

sınıflandırılmıĢtır. Burada özbağlanım tabanlı öznitelikler çıkarılırken 3. elektrot, ortalama 
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türev, basıklık, çarpıklık ve varyans tabanlı öznitelikler için 10. elektrot kullanılmıĢtır. 

Ayrıca ġekil 3.16‟de gösterildiği gibi toplam 16 epokdan 1. düğüm için 10 etkin epok, 2. 

düğüm için 8 etkin epok ve 3. düğüm için 6 etkin epok seçilmiĢtir.  

Her bir ağaç yapısının tüm düğümlerinde kiĢiye özel parametrelerle hesaplanan 

sınıflandırma doğrulukları Tablo 4.3‟de verilmiĢtir. Aydemir‟in doktora tezinde tüm 

kiĢilerin her bir düğümü için hesapladığı sınıflandırma doğrulukları ise Tablo 4.4‟de 

gösterilmiĢtir. Tablolarda görüldüğü gibi karar ağacı sonucu önerilen yöntem ile birlikte B 

kiĢi için SD %4.6, C kiĢisi için SD %1.31 artırılmıĢtır. Ancak A kiĢisi için SD 

değiĢmemiĢtir. Bu da A kiĢisi için hesaplanan %82.24 SD değerinin ulaĢılacak en üst 

seviye olduğunu göstermektedir.  

 

Tablo 4.3. Veri Kümesi 3 ile A,B,C kiĢisi için hesaplanan sonuçlar 

 

 

 

 

 

 

Tablo 4.4. Aydemir‟in doktora tezi sonuçları 

 

 

 

 

 

 

 

Bu tez çalıĢmasında ulaĢılan önemli sonuçlardan biri olan ÖÇS azaltımı Veri Kümesi 

3 içinde gerçekleĢtirilmiĢtir. Veri Kümesi 3‟de A kiĢisi için %12.81, B kiĢisi için %8.97, C 

kiĢisi için ise %33.95 oranında ÖÇS azaltılmıĢtır. Bu sonuçlar hedeflenen BBA sisteminin 

daha hızlı ve etkin olacağını göstermektedir. 

Önerilen yöntem BCI Competition 2003 Data Set Ia veri kümesine, BCI Competition 

2005 Dataset I veri kümesine ve Karadeniz Teknik Üniversitesi‟nde Aydemir tarafından 

kaydedilen Ġmleç Hareketi Hayaline Dayalı Elektroensefalografi veri kümesine 

uygulanmıĢtır. Bu sonuçlara göre EEG veya ECoG tabanlı BBA verilerinin tüm uzunluğu 

Kişiler 
Sınıflandırma Doğruluğu (%) 

1. Düğüm 2. Düğüm 3. Düğüm Karar Ağacı Sonucu 

A 94.73 75.00 97.36 82.24 

B 82.89 82.45 80.26 62.50 

C 81.57 78.07 84.21 57.23 

Kişiler 
Sınıflandırma Doğruluğu (%) 

1. Düğüm 2. Düğüm 3. Düğüm Karar Ağacı Sonucu 

A 92.76 77.63 96.05 82.24 

B 82.89 79.82 80.26 57.90 

C 80.92 78.07 80.26 55.92 
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kullanılmadan etkin bilgiyi içeren kısım ile daha yüksek SD ve hesaplama karmaĢıklığı az 

sistemin oluĢturulmasının literatüre büyük katkı sağlayacağı düĢünülmektedir. 



 

 

   

 

 

5. ÖNERİLER 

 

Zihinsel faaliyetler esnasında beyinden alınan EEG ve ECoG sürekli değiĢim 

gösteren karmaĢık verilerdir. Bu veriler matematiksel iĢlemler uygulanarak beyin-

bilgisayar arayüzleri için giriĢ iĢareti olarak kullanılırlar. BBA sistemleri ise çevresel sinir 

sistemlerini kullanarak dıĢ dünya ile iletiĢim kuramayan insanlara bunu olanaklı hale 

getirmelerini sağlar. Bu sistemlerin uzun vadeli hedefi ALS hastaları ve üst düzey omurilik 

yaralanmaları gibi kas kontrolünün kaybedilmesine neden olan hastalık ve yaralanma 

mağdurları için yeni bir iletiĢim modeli oluĢturmaktır. Bu yüzden BBA sistemleri için 

kullanılan EEG veya ECoG iĢaretlerine uygulanan öniĢlem, öznitelik ve sınıflandırma 

yöntemleri önemlidir. 

Beyin aktiviteleri esnasında kayıt alınan EEG ve ECoG verilerine bu esnada göz 

kırpması, ortam ve çeĢitli biyolojik etkiler olarak adlandırılan gürültüler eklenebilir. Bu 

gürültüler verilerin iĢlenmesini zorlaĢtırabilir. Öncelikle gerekli ön iĢleme yöntemiyle bu 

gürültüler verilerden temizlenmelidir. Daha sonra gerekli bilgiyi veri kümesinden 

çıkartacak olan öznitelik çıkarma kısmına geçilir. Bu kısım için literatürde çeĢitli 

matematiksel yöntem vardır. Her yöntemin her uygulamada iyi sonuç vermemesi ve aynı 

uygulama için farklı kiĢilerden kayıt alınan EEG veya ECoG verilerinin beynin fizyolojik 

yapısından dolayı aynı olmaması uygulanacak öznitelik yöntemlerinde ve hesaplanan 

özniteliklerde farklılık oluĢturur. Ayrıca hastanın hangi hareketinin hangi veriyi kısmında 

yoğunlaĢtığının tespitiyle veri kümesinden uygun zaman diliminin seçilmesi sağlanmalıdır. 

Buna ek olarak kayıt alınan verinin hangi beyin bölgesinde etkin olduğu belirlenerek analiz 

için uygun elektrotlar seçilmelidir. Bu durum BBA sisteminin daha hızlı olmasını 

sağlayacaktır. Bu bağlamda bu tez çalıĢmasında ġekil 2.10‟daki algoritma ile birlikte yeni 

bir yöntem önerilmiĢtir. Veri kümelerinin epoklara bölünerek bu epoklar arasından etkin 

epokların seçilmesi temeline dayanan bu yöntem ile EEG veya ECoG verilerindeki sadece 

BBA sistemine uygun kısım kullanılır. Böylece BBA sistemleri için daha hızlı ve yüksek 

baĢarımlı sonuçlara ulaĢılabilir. 

Bu tez çalıĢmasında kullanılan sınıflandırıcılara ek olarak literatürde yer alan Yapay 

Sinir Ağları, Gömülü Markov Modeli ve Bayes gibi farklı türden sınıflandırıcılar da 

kullanılarak sonuçlar değerlendirilebilir. Ayrıca BBA sistem için tüm elektrotlardan elde 

edilen verileri kullanmak yerine, yapılan uygulamaya göre beyinsel aktivitenin yoğun 
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olduğu bölgelerde yer alan elektrotların kullanılması önemlidir. Bu çalıĢmada bu 

elektrotların seçiminin otomatik olmayıĢı dezavantajlıdır. Bu yüzden elektrot sayısını hızlı 

ve otomatik bir Ģekilde belirleyen algoritma oluĢturulabilir. Bunlara ek olarak farklı 

kiĢilerden farklı koĢullarda kaydedilmiĢ EEG veya ECoG iĢaretlerinden öznitelik çıkarma 

iĢlemi çok önemlidir. Literatürde yer alan birçok öznitelik çıkarımı yöntemi vardır ve bu 

yöntemler tüm veri kümelerinde iyi sonuç vermeyebilir. Bu yüzden bu tez çalıĢmasında 

önerilen yöntemin farklı veri kümelerine uygulanabilmesi için farklı öznitelik 

yöntemlerinin uygulanması gerekebilir. Bunun için önerilen yönteme çeĢitli öznitelik 

çıkartma yöntemi seçenekleri eklenerek veri kümesi için etkin olanı otomatik olarak 

seçilebilir. 
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