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ONSOZ

Bir yabanci dilde yazi yazma her zaman zor bir ugras olmustur. Hatta yillarca
mekanigi ve gramer kurallar ¢alistiktan sonra bile anadil yazarlarinin yazilarinda bulunan
ayni dogal akis ile yazmak, yabanci yazarlar i¢in ¢ok zor bir istir. Ayrica, yazarlar yabanci
bir dilde yazarken, genellikle yanlis ya da ilk dillerinden etkilendikleri bir kalip veya doku
olup olmadig1 konusunda hata yaparlar.

Yazarlik Analizi; yazarlik hakkindaki kararlarina dikkat ¢ekmek igin metnin
oOzelliklerini inceleme surecidir. Yazarlik Analizinin kokleri stylometry’e dayanmaktadir.
Stylometry’nin belirtici niteligi, Yazarlik Analizinin en etkin ayrimcist olan yazim tarzi
gostergeleridir. Bu galisma, bir yazarin Anadil Tanimlamasi igin Stylometry ozellikleri
kullanmaktadir. Bu alanda ufak bazi calismalar yapilmis olmasina ragmen yazarlarin
anadillerini bulma nispeten yeni bir konudur.

Calismalarimda bana en blylk moral, destek ve anlayisi gdsteren aileme ve
arkadaslarima sonsuz tesekkur ederim.

Calismalarimin her asamasinda bilgi ve deneyimleri ile bana yardimci olan ve her
turli olanag: saglayan damismanim Sayin Dog. Dr. Cemal KOSE’ye ictenlikle tesekkiir

ederim.

Parham MOHAMMADALIPOUR TOFIGHI

Trabzon 2012
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WEB TABANLI METINLERDE YAZARIN ANADILINI TANIMLAMA

Parham MOHAMMADALIPOUR TOFIGHI
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Fen Bilimleri Enstitsu
Bilgisayar Miihendisligi Anabilim dal1
Danisman: Dog. Dr. Cemal KOSE
2012, 56 Sayfa, 4 Ek Sayfa

Internet teknolojileri ve uygulamalarmin hizli gelisimine ragmen metinsel sayfalar
hala en yaygin internet ortamlaridir. Bunun en énemli 6rnekleri olarak, ¢ogunlukla metin
tabanli olan Twitter, Facebook, vb. sosyal ag uygulamalar1 ile haber gruplari, e-posta, blog,
vb. gibi web uygulamalar: verilebilir. Dolayisiyla, bu ¢alismada, Metinsel veri Madenciligi
ve Belge Siniflandirma ¢ergevesinde, yazarlarin ana dillerini belirlemeye bir giris ¢calismasi
yapilmistir. Ozellikle, birgok internet uygulamasinda oldugu gibi Ingilizcede yazilmis bir
metinin yazarinin ana dilini belirlemek icin bir sistem gelistirilmistir.

Bu c¢alismada, stylometry ve geleneksel makine Ogrenmesi gibi alanlardan
teknikler kullanarak bir yazarin ana dilinin belirlenmesi i¢in bir ara¢ gelistirilmistir.
Burada, bir yazarin tarzi, metinden ¢esitli stylometric 6zelliklerin 6lgiimleri yapilarak bir
orlntu (pattern) tanima islemine doniistiiriilmektedir.

Bir stilistik metnin 6zelliklerini dort tirde (Sozclksel, Sozdizimsel, Yapisal ve
Icerige  0zgu Ozellikleri) ve  makine &grenme algoritmasim1  da  ii¢ tiirde (destek
vektor makinesi, Kkarar agaci ve Naive Bayes) ele alinmis ve daha sonra amaglanan
Ozelliklere dayanarak yazarin Anadilinin Tanimlamasi islemi gergeklenmistir. Yapilan
calismada, dort farkli anadilden yazarlar (Tiirkge, Almanca, Farscanin ve Ingilizce)

tarafindan yazilan ¢evrimici haber sayfalarindan olusan bir veritabani kullanilmistir.

Anahtar Kelimeler: Metin Madenciligi, Siniflandirma Teknikleri, Anadili Tanimlama,
Web Tabanli Metinler.

Vil
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SUMMARY

AUTHOR’S NATIVE LANGUAGE IDENTIFICATION IN WEB MEDIUMS

Parham MOHAMMADALIPOUR TOFIGHI

Karadeniz Technical University
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Supervisor: Assoc. Prof. Dr. Cemal KOSE
2012, 56 Pages, 4 Pages Appendix

In the domain of Text Mining and Document Classification, an introduction into
the field of Authorship Attribution is presented. On the other hand, with the rapid growth
of Internet technologies and applications, text is still the most common Internet medium.
Examples of this include social networking applications such as Twitter, Facebook, etc.
and web applications such as newsgroups, email, blog, etc. are also mostly text based. We
developed a framework to determine an anonymous author’s native language for short
length and multi-genre writing in English such as the ones found in many Internet
applications.

This thesis describes the development of such a tool using techniques from the
fields of stylometry and traditional machine learning techniques. An author’s style can be
reduced to a pattern by making measurements of various stylometric features from the text.
In this framework, four types of stylistic text features (Lexical, Syntactic, Structural, and
Content-Specific Features) are extracted and two machine learning algorithms (Decision
Tree, Support Vector Machine and Naive Bayesian) are designed for author’s native
language identification based on the proposed features. For this research, we used four
different collections of writings online news messages by speakers of four different

nationalities: native English as well as speakers of Turkish, German, and Persian.

Key Words: Text Mining, Classification Techniques, Native Language Identification,
Stylometry, Web-based Texts.
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1. GIRIS

Internet teknolojileri ve uygulamalarinin hizli gelisimi ve ¢ogalmasi zaman Ve
mekan iginde bilgileri paylagsmak ic¢in yeni bir yol olusturmustur. Online sosyal aglar
(Twitter, Facebook gibi), e-ticaret kullanim1 (e-Bay, Amazon gibi), haber gruplar1 vb. daha
fazla 6nem kazanmaktadir.

Internet Uizerinde kaynak paylasimi icin fiili iletisim, basit bilgi alisverisi ve e-
ticaret faaliyetleri ile cesitlenen genis capli aktiviteler gelistirilmistir. Ozellikle, internet
sohbet odalari, e-posta, internet haber gruplar1 ve Web siteleri gibi Web tabanli kanallar
lizerinde bilgi dagitmak icin blyik oranda cevrimici mesajlar kullamilmaktadir. internet
genellikle el yazimi mektuplar ve denemeler gibi geleneksel olarak uzun yazi formlarin
daha cok iletisimin kisa formlarin1 kullanmistir. Maalesef bu gelisme ayni zamanda
gereksiz ileti, saldirgan mesajlar ve yanlis bilgi alma gibi uygunsuz bilgi dagitimi igin
farkli yanlis kullanimlara neden olur. Ayrica suglular, hakk: gerektiren malzemeler, ¢cocuk
pornografileri, ¢alinti esyalar vb. yasa dist materyalleri dagitmak ig¢in Web tabanh
uygulamalari1 kullanmislardir.

Teror Orgutleri de  kendi biiyiik iletisim istasyonlarindan biri olarak online
sistemleri kullaniyorlar. Bu egilimler, kiiresel elektronik aglar iizerinden yasadisi
bilgisayar merkezli faaliyetler olarak "siber su¢" gibi yeni bir kavram olusturdu [1]. Siber
sug, blyuyen bir su¢ alanidir ve  bircok hiikiimet tarafindan bir tercih olarak kabul
edilmistir. Online metinlerin énemli bir dzelligi anonim olmalaridir [2], [3], [28]. Insanlar
genellikle ad, yas, cinsiyet ve adres gibi ger¢ek kimlik bilgilerini vermeye ihtiyag
duymayabilir. Siber alanda birgok yanlis kullanim veya su¢ gondericiler kendi gergek
kimliklerinin tespit edilmesinden sakindiklar1 i¢in gizlemeye c¢alisacaklardir. Bu nedenle,
cevrimici metinlerin anonimligi, siber uzayda takip i¢in essiz bir miicadele gerektirecektir.
Boyle kisa metinlerin dogru yazarlik profilini olusturma bu suglular1 yargilamada yardimei
olur.

Yazarlik profili olusturmasi; bir yazarin cinsiyetini, anadilini, yasini veya diger
niteliklerini belirlemeyle ilgilidir. Bu arastirmada o6zellikle, yazarin anadiliyle yazilan
metindeki dilin onun anadili olmadig1 distiniilerek ilgilenilir. Bir yazarmn anadilini
belirleme Yazarlik Ozelligi (Authorship Attribution) sorununun bir tiriidir. Listelenen

yazarlar arasindan bir yazari tespit etmek yerine, belirli bir anadili paylasan bu yazarlardan



bir grubu belirlemeyi umuyoruz. Yerli olmayan yazarlar icin Ingilizce metin yazma her
zaman zor bir ugras olmustur. Hatta yillarca gramer kurallari ¢alistiktan sonra bile bu
yerli yazarlarin yazilarinda bulunan ayni dogal akis ile yazmak yerli olmayan yazarlar
icin ¢cok zor bir istir. Ayrica, yerli olmayan konusucular yazarken yanlis oldugu ya da ilk
dillerinden etkilendikleri bir kalip (pattern) olup olmadigi konusunda hata yaparlar.
Ornegin, baz dillerde, "a" veya "the" gibi harfi tarifleri kullanma anlayis1 yoktur, bu
yuzden vyerli olmayan yazarlar i¢in bunlar1 yanlis veya yanlis yerde kullanmasi
muhtemeldir. Yerli olmayan yazarlarin yazarken tek bir kalipa odaklanarak yazmalart,
onlar1 farkli dilleri konusan diger insanlardan ayirdigina dair bir model olusturabiliriz.

Eger teorik olarak tim diller ig¢in bu modeller olusturabiliriz, biz onlarin
Ingilizcedeki yazim tarzlarma dayanarak yazarlarm anadillerini belirleyebilecegiz.
Bildigimiz gibi herhangi bir alanda yazarin eserine dayanarak onun anadilini bulan bir
sistem tiirii, onemli bir uygulama olmamasina ragmen, fakat az dnce bahsettigimiz gibi
dinya her zamankinden daha fazla birbirine baglidir ve bilgi paylasimi daha da
kolaylagsmustir. Tehdit edici bir mesajin yazarinin anadilinin kesfedilebilmesi, bdyle
tehditten sorumlu olan kisilerin yakalamasi igin 6nemli bir aragtir. Ornegin,  bir mesajin
tanimlanmas1 muhtemel bir terdrist faaliyetini durdurursa, tehdit hakkinda muhtemel
tehdidin arkasinda kimin olabilecegi gibi daha ¢ok bilgiyi 6grenmek icin otomatik dil
bulucusunu kullanabilirler.

Halbuki Yazarlarin Anadilinin otomatik olarak bulunabilmesi i¢in tam bir ¢6ziim
gelistirmek ¢ok zordur. Boylece, boyle bilgi varliklari ile higbir 6nemli deneme olmadigi
i¢cin bu tezin amaci web tabanli ¢evrimi¢i metinlerin stylometrik yaklagimini tanitmaktir.

Yazarlarin anadillerini  bulma nispeten yeni bir konudur. Bu alanda ufak bir
aragtirma yapilmistir, ancak yukarida agiklanan gorevleri yerine getirmekten uzaktir.
Bu arastirmada, i¢ soruyu cevaplamak istiyoruz:

1. Yazarm Anadilini tanimlama Web tabanli metinlere uygulanabilir mi?

2. Yazarm Anadilinin belirlenmesi igin kuvvetli yazim tarzi 6zellik seti nedir?

3. Hangi siniflandirma teknikleri ¢evrimici metinlerde yazarin anadilinin tespiti icin

etkilidir?



2. GENEL BILGILLER

2.1. Metin Madenciligi Alanindaki Yazarhk Analizi

Bir metnin yazarimin anadilinin otomatik olarak nasil belirlenecegi hakkinda
herhangi bir teknik ayrintiya girmeden énce Metin Madenciligi alaninda Yazarlik Ozelligi
(Atif) konusunu, agik bir sekilde ele almaliyiz.

Yazarin Anadil Tanimlama uygulamasinin asil amaci, otomatik olarak metinden
Ozellikleri ayiklamaktir, bu nedenle Metin Madenciligi bu islemin temel bir dalidir. Bu,
blyuk miktardaki metinleri analiz ederek yararli bilgiler ¢ikarmaya ¢alisma ve bir
sozcligiin alisilagelmis yazilis ve sdylenis kaliplarini ortaya ¢ikarma anlamina gelir [30].
Metin Madenciligi alaninda 6nemli bir asama olan Metin Smiflandirma ayn1 zamanda
Dokiiman Siniflandirma olarak adlandirilir.

Metin siniflandirma, internetin ve Worldwide Web'den bilgi erisimi igin arama
motorlarinin ortaya ¢ikmasiyla yaygin bir arastirma sorunu haline gelmistir. Yakin
zamanda, web sayfalari, yiiriitiilen bir arastirmada ilgili dokiimanlarin elde edilebilmesi
icin bir konuyu tespit etmek zorundadir. Metin siniflandirma, Dbir dizi metin
belgesini iceriklerine ya da bashigmna gore kategorize etmeye ¢aligir. Metin siniflandirma
icin birgok metot Onerilmistir ve bunlardan en ¢ok kullanilan bir belgedeki kelimelerin
sirasinin 0 belgenin igeriginin ya da konusunun belirlenmesi igin daha az éneme sahip
oldugunu tespit eden "Bag of Words" yaklasimidir. Bu yaklasimda, bir korpusun her
dokiimanindaki her bir kelime ayirt edici bir 6zellik olarak belirlenir. Her bir dokiimanin
siiflandirilmasi igin bir kelime vektor 6zelligi temsili, kelimelerin frekanslarin1 dayanarak
olusturulur.

Metin Siniflandirmada, dokiimanin 6nceden tanimlanmis kategori kiimesine gore
etiketlenir. Bir kategorinin etiket degeri, her bir ¢ift icin D dokiimanlarin kimesi ve C
onceden tanimlanmis bir kategorilerin (siniflar) kiimesi yani <dj, ¢> € D x C olarak
belirlenir. Metin Siniflandirmanin ¢ok sayida uygulamasi vardir, Bunlardan en dénemlileri:
dokiiman indeksleme ve filtreleme, web sayfalar1 ve web arama motorlarinin hiyerarsik

kategorizasyonudur [30] .



Yazarin Anadil Tanimlamasi, Yazarlik Analizi gibi bir siniflandirma sorunudur. Bir
metin dosyasindan baglayarak, bu is otomatik olarak metnin yazari hakkindaki bilgileri
ortaya c¢ikarmaktir. Arastirma veya tartismaya gore oOnceden tanimlanmis kategoriler,
yazarlarin yerli veya ilk dilleridir. Yazarlik Analizi i¢in ¢ok sik kullanilan bir teknik, metin
tarzi veya stylometry incelenmesidir. Arastirmacilar, tiim yazarlarin bilingli kontroli

disinda olan belirli tislup 6zelliklere sahip oldugunu farz ederler.

2.2. Stylometry ve Yazarhk Analizi

Yazarlik Analizinin kokleri stylometrydedir; Stylometric’in belirtici
niteligi, Yazarlik Analizinin en etkin ayrimcisi olan yazim tarzi gostergelerdir.
Stylometry alani, yazinsal tarzin bir gelisimidir ve istatistiksel analizi olarak tanimlanabilir
[33].

Bu, bir yazarin metin i¢i kelime kullanimi, ciimle karmasikligi ve ifade tarzi gibi
ayirt edici yazma aligkanliklart sergiledigine dair temel varsayimdir. Bagka bir varsayim,
bu aliskanliklarin bilingsiz ve koklesmis oldugudur, yani birisi kendi tarzin gizlemek igin
bilingli bir ¢caba harcasa da bunu basarmas1 zor olacaktir.

Stylometry bir yazarin {slup 6zelliklerini belirlemeye calisir ve bu ozellikleri
Olgmek icin istatistiksel metotlar belirler bodylece iki veya daha fazla metin pargalari
arasindaki benzerlikler analiz edilebilir. Bu varsayimlar, bu tezde yliriitiilen arastirma igin
temel c¢ekirdek olarak kabul edilir. Biz, yazarin metinindeki 6zelliklerinin profilini
belirlenmeye (belirlemeye) calisacagiz. Bu profil sayesinde yazarin cinsiyetini, anadilini,

egitim durumunu, kiiltiirel 6zge¢misini ve vb. ortaya ¢ikarabiliriz.

2.3. Yazarhk Analizi

Yazarlik Analizi, yazarlik hakkindaki kararlarina dikkat ¢ekmek i¢in metnin
oOzelliklerini inceleme siirecidir. Kokleri stylometry olarak adlandirilan, yazinsal tarzin
istatistiksel analizine deginen dilsel bir arastirma alanina dayanmaktadir.

Makine o6grenme teknikleri gibi daha gelismis teknikler olarak bu alanda

uygulanmistir, genellikle bu arastirma alani yazarlik analizi olarak taninmistir. Yazarlik



analizi, edebiyatta yazarlarin tanimlanmasi, program kodu ve sug¢ davalarinda adli analiz
icin birka¢ uygulama alaninda kullanilmistir. Yazarlik analizi uygulamasi, yayimnlanan
makalelerin ve edebi eserlerin yazarlik atiflandirilmasinda genis bir sekilde incelenmistir.
Taninmis ¢alismalar, Shakespeare'in tartismali eserlerinin (Merriam [22]) ve Federalist
makalelerin (Mosteller and Wallace [24], Holmes and Forsyth [14], Tweedie et al. [33])
atfedilmesini kapsar.

Yazarlik Analizine, Yazarlik Tanimlama, Yazarlik Niteliklerini (Karekterizasyonu)
ve Benzerlik Tespiti gibi bircok farkli sorundan birkaciyla bagslanabilir. Bu problemler

arasindaki iliski Sekil 1°de gosterilmistir.

Yazarhk Anahz

Yazarhk Yazarhk Benzerlik

Tamimlama Niteligi Tespiti

Sekil 1. Yazarlik Analizi i¢in Taksonomi

2.3.1. Yazarhk Tanimlama

Yazarlin Tanimlama (Authorship Identification) veya yazarlik teshisi bir
metin yazarini1 belirleme isi olarak tanimlanabilir. Bir metnin o yazar tarafindan yazilmis
oldugunu tespit etmek i¢in bazi kanitlara dayanir. Bu kanitlar, ayn1 yazar tarafindan
olusturulan diger metin 6rnekleri olacaktir. Ayrica bazi edebiyatlarda 6zellikle dilbilim
arastirmacilari tarafindan "Yazarlik Atfetme" (Authorship Attribution) olarak adlandirilir.

Yazarlik teshisi/kimlik saptamasi soyle ifade edilebilir. Birkag yazardan verilen bir
dizi metninden birinin yazisinin bilinmeyen bir parcasinin tespit edilmesidir. Istatistiksel

hipotez sinamasi (test) veya bir siniflandirma sorunu goz oniinde bulundurulabilir. Bu



siiflandirmanin 6zii, ayni kisi tarafindan olusturulan ¢ok sayida eser i¢in nispeten sabit

kalan bir dizi 6zelliklerin belirlenmesidir.

2.3.2. Yazarhk Niteligi

Yazarlik Niteligi (Authorship Characterization), bir yazar1 digerlerinden ayiran
ozellikleri 6zetler ve onun yazilarina dayali olarak bir yazar profili olusturur. Bu
Ozelliklerin bazilari; cinsiyet, egitim bilgisi ve kiiltiirel 6zgegmis, anadili belirlemedir. Bu
yeni arastirma yOni nispeten yazarlik-teshis/kimlik saptamasi ¢alismalarindan ileri

gelmektedir.

2.3.3. Benzerlik Tespiti

Benzerlik tespiti (Similarity Detection), ¢ok sayida eser Ornegi karsilastirir ve
gercekten yazari tespit etmeden onlarin tek bir yazar tarafindan yazilip yazilmadigim
belirler. Bu kategorideki bircok ¢alisma, intihal (eser hirsizlig1) tespiti ile iliskilidir.

Intihal, eserin bir kisminin veya tamamnin, asil yazarmmmn izni olmaksizin
kullanilmasidir. Intihal tespiti, eserlerin iki Ornegi arasindaki benzerlikler incelenerek
intthal faaliyetini belirleme calismasidir. Benzerlik tespiti c¢esitli yonlerden yazar

tanimlamadan ¢ok farkli oldugu i¢in bu arastirmanin kapsami disindadir.

2.3.4. Ozellikler Kiimesi

Yazarlik Analizde 6nemli  kaygilardan  biri,  yazarlar birbirinden ayirabilen,
olgllebilir 6zellikleri aramaktadir. Genisletilmis 6zellik gruplarinin kullanimi, yazim tarzi
analizinin Ol¢eklenebilirligini, biiyilk ayirt etme yetenegi saglayarak daha genis
siif gruplar1 arasinda gelistirebilir. Arastirmamizin 6nemli bir bileseni, 6zellik kiimesi
(Feature sets) oldugu gibi bu, yazarin anadilini belirleme performansi iizerinde de ¢ok

onemli etkiye sahiptir.



Holmes [8], yaklagik 1000 vyazma stili 0Ozelliginin Yazarlik Analiz
uygulamalarindaki kullanimlarini 6zetlemistir. En iyi 6zellik grubu hakkinda genis bir
kullanim alanmi i¢in bir fikir birligi yoktur. Ayrica, genel olarak yazar analizi
performansinin segilen o6zellikler kombinasyonuna ve analitik tekniklere bagli oldugu
kabul edilmektedir.

Web Tabanli metinlerin kendine 06zgu nitelikleri igin 6zel 0Ozellikler segimi
gereklidir. Bizim o6zellik grubumuz, dort gesit oOzelligi kapsamaktadir: sozliiksel,
sOzdizimsel, yapisal, ve igerige 0zgu Ozellikler. Web tabanli uygulamalarin ¢ogunda
otomatik sozcik kontrolli uygulandigi icin idiyosinkratik Ozelliklerin yanlis yazim

icermesi ve diger kullanim turt olan anomaliler, bu ¢alismada dikkate alinmamustir.

2.4.1. Sozluksel Ozellikler

Sozcuksel 6zellikler  (Lexical —Features), asagidaki  gibi karakter tabanli ve

kelime tabanli 6zellikler olarak ayrilabilir:

2.4.1.1. Karakter Tabanh Ozellikler

Bu 6zellikler, frekanslar1 veya bosluk oranlarini, rakam, biiyiik harf karakterler ve

noktalamalar1 kapsayacaktir [8], [11]. Tablo 1° de gosterilir.

Tablo 1. Sozluksel Ozelliklerin Karakter Tabanli Ozellikler Listesi

Ozellik Numaras1  Ozellik A¢iklamasi |

1 Karakter Toplam Sayis1 (C)
Harflerin sayisi1 (a-z)/C
Buyuk karakter toplam sayisi /C
Dijital karakterlerin toplam sayis1 /C
Bosluk karakterlerin toplam sayisi /C
Sekme bosluk karakterleri toplam sayis1 /C
-30 Ozel karakter toplam sayis1 (%, &, etc.) /C (24 Ozellik )

N oo lwiN




2.4.1.2. Kelime Tabanh Ozellikler

Farkli kelimelerin toplam sayisi ve kelimelerin toplam sayisi hesaplanabilir ve

ozellikler olarak kullanilabilir. Bu 6zellik kiimesi, Tablo 2° de gosterilir.

Tablo 2. Sozliiksel Ozellikler Kelime Tabanli Ozellikler Listesi

Ozellik Numarasi _ Ozellik Aciklamasi

31 Kelimelerin toplam sayis1 (N)

32 Kelime basina ortalama uzunluklari (karakterlerle)

33 Kelime zenginligi (Toplam farkli kelimeler /N)

34 6 karakterden daha uzun Kelimeler sayisi /N

35 Kisa kelime toplam sayisi (1-3 karakterlerle)/N
36 Hapax legomena/N

37 Hapax dislegomena/N

38 Yule’nin K 6l¢utl

39 Simpson’nun D 6l¢ti

40 Sichel’nin S 6lcutl

41 Honore’nin R 6lgut

42 Entropy 0lciisu

43 Kisaltma kelime sayisi /N

44-63 Kelime uzunlugu frekans dagilimi1 /N (20 6zellik)
Sozciik Zenginligi:

Yazarlar, kullandiklart Kelime varligimin gesitliligiyle birbirlerinden farklilagirlar.
Temel varsayim, yazarin ¢ogu digerleri tarafindan da kullanilan belirli kelime hazinesine
sahip oldugudur. Farkli kelime sayisinin toplam orani ve kelime sayisinin toplami, bizim
sOzcik zenginligimizi (Vocabulary Richness) belirler [11]. Boylece farkli yazarlarin
metinlerindeki Kelime varlig1 zenginligini karsilastirabilirz. Bu her yazarin kendi Kelime
Sozliiglinlin Zenginligine sahip oldugunu agiklayabilir.

Bu arastirmadabiz, isatistiksel dilbilimi analizinde yaygin olan diger kelime
sOzliigiiniin zenginligini kullandik. Bu 06l¢ii, Tablo 2’de gosterilmistir. Kelime varligi
Ol¢iilerinden herbirinin tanimi1 Ek A’de yer alir. Ayrica, Yiiksek frekansli kelimelerde
oldugu kadar diisiik frekanshi kelimele de yazarlar1 aywrabilir. Hapax Legomena, bir
metinde sadece bir kez ortaya ¢ikan kelimelerdir. Bir metinde sadece bir kez yer alan ¢ok
sayidaki kelimeyle karsilastirildiginda, sik sik tekrar eden sadece birkag kelime vardir.

Hapax Dislegomena, metin iginde iki kez gorilen kelimelerdir [33].



Kelime Uzunlugu Frekans Dagilima:

Kelime uzunluklarmin frekans dagilimi (Word length frequency distribution), bir
belge lizerinden belirlenebilir ve her kelime uzunlugunun frekansi, bireysel bir 6zellik
olarak kullanilabilir. Bu arastirmada, 1 ile 20 arasinda kelime uzunluklar1 dikkate
alinmigtir [11], [14]. Onceki ¢aligmalarda, Dil Tanimlama igin dilsel bir 6zellik olarak,
verilen kelimelerin uzunluklarmin dagiliminin kullanildigi, kelime uzunluklarinin frekans

dagilimi yonteminin oldukga yiiksek bir dogruluga sahip oldugu goriilmiistiir [12] .

Toplam Kisaltma Kelimelerin Sayist:
Kisaltma Kelimelerin frekanslari, hesaplanabilir ve bu frekanslarin metindeki
toplam kelime sayisina orani, 6zellik degeri olarak kullanilabilir. Kisaltma kelimelerin

listesi ek C’de yer almaktadir.

2.4.2. Sozdizimsel Ozellikler

Sozdizimsel 6zellikler (Syntactic Features), fonksiyon kelimeler ve noktalama
isaretlerini kapsar ve bir yazarin climle diizeyindeki yazma tarzini1 engelleyebilir.
Sozdizimsel gucin ayirt ediciligi  6zellkleri, insanlarin farkli climle kurma
aligkanliklarindan kaynaklanir. Sozdizimsel Ozellikleri diizenli noktalama isaretlerini
icerebilir (6rnegin; virgul, nokta, vb.). Tablo 3'de bu g¢alismada kullanilan Sozdizimsel
Karakterleri ile ilgili 6zellikleri listelenmistir.

Fonksiyon kelimeler, online metinler icin 6nemli bir ayirict 6zellikti, Fonksiyon
kelimeler (veya gramere ait kelimeler), daha az s6zcuksel veya belirsiz anlamlara sahip
kelimelerdir. Ancak bunun yerine, bir climle icinde diger kelimelerle gramer iliskileri
ortaya c¢ikarmak icin kullanabilir ya da yazarin ruhsal durumunu agikga belirtirler.
Dolayistyla Fonksiyon kelimeler yazar analizi igin kullanishidir [20], [17].

Belirli Fonksiyon kelimelerinin, verilen bir dilde bu kelimeler varliginda ya da
yoklugunda bagli olarak yerli yazarlar ve yerli olmayan yazarlar tarafindan az ya da ¢ok
stk kullanilabilme ihtimali oldugu ic¢in bu tlr kelimeler, anadil tanimlamasinda da
yararli olacaktir. Genellikle dilin yerli konusucular1 tarafindan daha az siklikla kullanilan

“The” kelimesi buna iyi bir ornektir. Yapilan ¢alismada yazarin bir yazarin anadilini
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tanimlama siirecinde 308 sozdizimsel 6zellik kullanilmustri. Bu 6zellikler, Tablo 4’de

verilmistir. Fonksiyon kelimelerinin listesi EK B’de verilmistir.

Tablo 3. Sdzdizimsel Ozellikler Karakterler Listesi

Ozellik Numaras1  Ozellik A¢iklamasi |

64 Tek Tirnak sayisi (°) /C

65 Virgul sayisi (,) /C

66 Nokta sayisi (.) /C

67 Kolon sayis (:) /C

68 Semi-Kolon sayisi (;) /C
69 Soru Isaretleri sayisi1 (?) /C
70 Unlem Isareti sayis1 (1)/C
71 Elips sayisi (.. .) /C

Tablo 4. Sozdizimsel Ozellikler — Fonksiyon Kelimeler Listesi

Ozellik Numaras1  Ozellik A¢iklamasi

72-75 Article words sayisi1 /N (3 6zellik)

76-80 Pro-sentence words sayisi /N (4 6zellik)
81- 154 Pronoun words sayisi /N (74 6zellik)
155-201 Auxiliary verbs sayisi /N (47 6zellik)
202-223 Conjunction words sayis1 /N (22 6zellik)
224-332 Interjection words sayist /N (109 6zellik)
333-456 Adposition words sayist /N (124 6zellik)

2.4.3. Yapisal Ozellikler

Metin diizenlemede insanlar ¢esitli aliskanliklara sahipler. Yapisal Ozellikler
(Structural Features) bir yazarin ¢esitli yapisal 6zellikleri i¢eren yazinin bir kisminin
diizenini hangi yolla yaptigin1 gosterir [17]. Bu ozellikler, climlelerin toplam sayisi (S)/
dizeler, paragraf uzunlugu, climle uzunlugu, her bir paragrafa diisen kelime sayis1 ve
karsilagilanlarin kullanimi gibi fakl yerli dillerin yazma tarziyla yazarin yazarliga ait giicli
delilleri olabilir. Bu, daha az bilgi i¢eren ancak daha esnek yapilar veya zengin stilistik
bilgi iceren online dokiimanlarda daha belirgindir. Bu ¢alismada, Tablo 5'de listelen 13

yapisal ozellik kullanilmistir.
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Tablo 5. Yapisal ozellikler Listesi

Ozellik Numarasi _ Ozellik Aciklamasi

457 Satir toplam sayisi

458 Clmle toplam sayisi (S)

459 Paragraf toplam sayisi

460 Paragraf bagina Ciimleler ortalama sayis1
461 Paragraf basina Kelime ortalama sayisi
462 Paragraf basina Karakter ortalama say1si
463 Clmlenin basina kelime ortalama sayist
464 Ciimle sayis1 biyuk harf ile baslayan /S
465 Cuimle sayis1 kuguk harf ile baglayan /S
466 Bos satir sayis1 / Satir toplam sayisi

467 Bos olmayan satir uzunlugu ortalama
468 Selamlama kelime sayi1si

469 Veda kelime sayisi

2.4.4. Icerige Ozgii Ozellikler

Karakterlerin veya kelimelerin bir N-Grami, n tane karakter veya kelime dizisidir.
N-gramlar, metin tokenizasyonundan kagiabilir ve bu yazar analizi i¢in bir avantajdir.
Bazi Yazarlik Atfetme c¢alismalari, harflerin n-gram olusma olasiliklarinin = ve
frekanslarnin  bir yazarin tarzini karakterize etmede yararli oldugunu kanitlamaya
calismaktadirlar [10], [18].

Icerige Ozgii Ozellikler (Content-specific Features), énemli anahtar kelime ve
terimlerden ve bir n-gram sozciik gibi belirli konulardaki ciimle gruplarindan olugmaktadir
[11], [12]. Yazarin profilini gelistirmek ic¢in n-gram kullanilmasi, yazarlar i¢in bir dizi
model igindeki metinlerin Derlemi (Corpus) c¢evirmenin basarili bir yontem oldugu
kanitlanmigtir. Anadil Tanimlama durumunda modeller, n-gram s6zcik dagilimlar gibi
olusturulmustur. yazara en iyi eslesme, bir dokiimanda en sik goriilen N-gramlar1 bulmayla
karar verilir ve onlar bu durum bir metinde sik sik olusur. Ozellikler vektér boyutu
azaltilmasi amaciyla, bu ¢alismada sadece tum Derlem de en az on kez ortaya ¢ikan Bi-

gramlarini se¢ilmistir.
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2.5. Onceki ve Ilgili Cahsmalar

Yazar Tamma tarihi, Mendenhall [19] su an stylometrics’in ne olarak
adlandirildigina dair ¢alismalari ile on dokuzuncu yiizyila kadar uzanir. 40 yildan daha
fazla bir sureden sonra Yule [34] ve Zipf [35], sirasiyla Yule yonettigi K istatistigi ve
Zipf’in dagitimi, onlarin metinsel istatistikleri daha Onceki calismalarin niteligini
etkilemistir. Bu alandaki ¢alismalar baslangigta edebiyat metinleri tzerinde odaklanirken
modern yazarlik 6zelligi calismalar1 veya geleneksel olmayan Yazar Tanima Mosteller ve
Wallace [36] tarafindan yazilan Federalist Papers adli ¢alisma ile 1964 yilinda basladi.
Ayrica bilgisayar programlarinin Yazarlik Analizi, Gary Sallis ve Macdonell [13] ile
Krsul ve Spafford [18] tarafindan yirminci yiizyilin sonlarinda baslatildi. E-posta yazarligi,
Devel oOgrencisi Corney ve Argamon [8]’un ¢alismalari ile yirmi birinci yiizyilda
basladi, Yazarlik Analizi, son yillarda Online mesajlara uygulanmaistir.

Omegin, De Vel [19] e-posta iletilerinin yazarlarini belirlemek icin bir dizi deney
gerceklestirdi.  Onlar e-posta Uzerinde yazarligi tanimlamanin bazi  yeni  6zelliklerini
aragtirdilar ve onlar sonuglar1 online topluluga geleneksel Yazar Tanimlama yontemlerini
uygulamak icin bir umut 1s181dir.

De Vel’in [37] ¢alismasindan farkli olarak biz, online metinlerin yazarlik
karakterizasyonu icin yazim tarzi Ozelliklerinin farkli tlrlerini karsilastirmay1 ile ve
smiflandirma tekniklerini vorgulayan bir metod olusturmayi amagladik.

[k veya anadili Ingilizcede yerli olmayan yazarlarm yazim tarzini etkileyebildigini
biliyoruz ve ayrica bir kisinin yazimini1 bagkalarindan ayirabilen 6zellik setlerinin ¢esitli
tipleri tartistlmistir. Bu stylometric 6zellikler, cok basari bir sekilde Yazarlik Analizi
problemlerinde kullanilmaktadir ve Stamatatos [38], yaygin olarak kullanilan ozellik
setlerinden bazilarinin neden daha iyi ayriklastirma yaptigini agiklar.

Bu bolumin geri kalaninda daha 6nce bu g¢alismayla ilgili yapilan arastirmalar
tanitilmaktadir, hangi 0zellik setlerinin kullanildigi gézden gegirilmis ve bazi1 6zellik

setlerinin ne kadar iyi ¢alistig1 gézlemlemistir.
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2.5.1. Koppel

Otomatik olarak bir Yazarm Ana Dilinin tespit Gzerine yayinlanmis ilk g¢alisma
2005 yilinda Mose Koppel tarafindan yapilmistir. Koppel, yazarin eserinde stilistik
idiosyncrasies’i inceleyerek bilinmeyen bir Yazarin Anadilini Belirlemek igin ¢aligsmustir.

Koppel, Uluslararas1 Ingilizce Ogrencilerin verilerini kullanmistir, sinif olarak
Cekce , Fransizca, Bulgarca, Ruscave Ispanyolca’dan katkida bulunayr diisiindii. Her
smifta 258 deneme kullanildi ve her yazinin uzunlugu 579 ile 846 kelime arasindaydi.
Koppel, Fonksiyon Kelimeler, mektup n-gram, hatalar ve idiosyncrasies gibi ¢esitli stilistik
Ozellik setlerini kulland1 [21].

1. Fonksiyon kelimeler: 400 6zel ~ fonksiyonu kelime se¢ilmistir, ~ ama Koppel,

kullanilan kelimeleri listelememistir.

2. Harf n-gram: 200 belirli n-gram sec¢ilmistir.

3. Hatalar ve idiosyncrasies: Koppel bir dizi yazim hatasini, neolojizmi ve Part-Of-

Speech (POS)/Konusmanin Bir Kismi bigramsi géz o6niinde bulundurdu ve onu

bastan sona dogru 185 hata tlirQi ve 0zellik setleri olarak 250 nadir POS bigramla

sinirlandirmistir

Koppel, bu arastirmada arastirma siniflandirma araci olarak ¢ok sinifli lineer destek
vektor makinalarini (DVM) kulland1 ve segilen 6zellik setleriyle yazarlarin anadillerini
dogru bir sekilde smiflandirarak toplamda % 80.2 kesinlik elde etti. Koppel, bazi
oOzelliklerin diger siniflardan ziyade bir sinifta daha sik goriildiigiind fark etti.

Koppel Yazarlarin Anadili Belirlenmesinde toplam %80 kesinlik saglanmistir. O
verilerin butlindyle tutarli yazarlarin yeterliligiyle olustugunu varsaymistir ve deneme
uzunluklarma gore 6zellikleri normallestirilmistir. Ancak, O Ispanyolca korpusun hatalara
Bulgarcadan daha yatkin oldugunu kesfetti. Daha eksiksiz bir model olugturmak amaciyla

Koppel, 6zelliklerin tim korpustan hata frekansiyla normarlestirilmesini dnermektedir.

2.5.2. Rappoport

Ari Rappoport, yazarlarin ana dillerinin belirlenmesi  sadece 0zellik kiimesi

olarak Bi-gram karakter kullanimi konusunda Koppel’in arastirmasini tekrar incelenmistir.

Oncelikle Rappoport, bitiin korpuslardan en stk kullanilan 200 Bi-grami secti  ve
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bu 6zellik seti, 3.99 bir standart sapma ile % 65.6 dogruluk elde etmek i¢in kullanildi [39].
Daha sonra, sadece tim korpusda en az 20 kez goriinen Bi-gram1 segerek daha da ileri gitti
veya 84 Bi-gram ve bu bigramlardan sadece % 61,38’ siniflandirma dogruluguna ulasmak
icin kullanildi.

Bi-gram frekanslarin igerigi, Onyargi konusu olabilir, Rappoport, alt korpusdaki
tim baskin kelimeleri degerlendirmek ve kaldirmak igin istatistiksel bir 6l¢i kulland1 ve
ardindan siniflandirma deneyler tekrarlamistir. Siniflandirma dogrulugu olan sonug,
(sadece % 2 diistii) aslinda aynidir. Rappoport, ayrica biitiin  fonksiyon kelimelerini,
onlarin etkilerini ortadan kaldirmak icin deney yapti ve 62, 92% dogruluk elde etti. Son
olarak, alt korpusun ikisinden Fransizca ve Ispanyolca ile Hollandaca ve Italyancanin
yerini degistirdi. Yeni veri seti sayesinde Rappoport, aslinda orijinal veri seti ile de aym
olan 64,66% dogruluk elde etti. Rappoport, karakter bigrams’mn temel ses ve kisa

ses dizileri seviyesinde dil transfer etkilerini yakalayabilecegi sonucuna vardi.

2.5.3. Wong

Sze-Meng Jojo Wong, temel olarak Koppel’in Anadil Tanimlama iizerine yaptigi
arastirmay1 kullandi ve bundan baska ek bir 6zellik olarak s6zdizimsel (syntactic) hatalari
da dahil arastirmistir [40]. Wong, Koppel’in veri setinin son suriminu iki ek alt-korpus
(sinif) olan Japonca ve Cincede kullanmigtir. Wong, yerli olmayan konusucularin yapmaya
daha yatkin olduklar1 s6zdizimsel hatalarin {i¢ tiiriinii 6zellik olarak se¢mistir. Segilen
sOzdizimsel ¢ hata tipi: 6zne-fiil uyumsuzlugu, isim say1 ¢eliskisi ve belirteglerin yanlis
kullanimidir.

Wong, bu s6zdizimsel 6zellikleri kullanilarak iki farkli inceleme yapmigtir.  Tlk
olarak, Wong, yedi yerli dile gore tiir sozdizimsel hatanin ii¢ tiiriniin frekansini inceledi ve
Ozellik seti olarak sadece li¢ s6zdizimsel hatayr kullanilarak siniflandirma tekniklerini
uyguladi. Wong, 6grenme araci olarak lib SVM’yi ve grammer 6lgmek icin Queequeg
olarak adlandirilan bir aract kullanmistir. Wong'un arastirmasinin ikinci - boélumunde,
Koppel’in arastirmasinda % 80 dogruluk gelistirdigi, sozdizimsel ii¢ 0Ozelligi
birlestirebilseydi, Koppel’in ¢ogaltilan ¢aligsmalar1 ve arastirma i¢in ti¢ sézdizimsel 6zellik

ile onun ¢ogaltilmis calisma versiyonunu birlestirecekti.
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Fonksiyon kelimeler ve N-Gram o6zellik setleri olarak kullanildiginda en iyi
smiflandirma dogrulugu elde edildi. Ayrica, bir 6zellik seti gibi n-gramlara karakter
eklenmesi dogrulugu gelistirmedi. Wong, so6zdizimsel ii¢ hatanin tam dogrulugunu
gelistirilememesini ya yeterli hata tiirtiniin kullanilmamasina ya da sézdizimsel hatalarin

yazarin anadilini belirlemede iyi bir gdsterge olmamasina baglamistir.

2.6. Web Tabanh Metinlerin Nitelikleri

Anadil Tanimlanmasinin 6nceki hedefleriyle  karsilastirildiginda, web tabanli
metinlerin  Anadil Tanimlanmasinin ve online metinlerin uzunlugu sinirlandirilmig
mesajlarm bir miicadelesidir [12]. Iddia edildigi gibi yazarlik nitelikleri, 500 kelimenin
altinda gucli  bir sekilde belirgin olmaz. flgili ¢alismalarda yazilarin boyutunun
incelenmesine dayanilarak 250 kelimeden az bir metin bir yazara tanima ¢ok zor oldugu
bulundu [13].

Online metinlerin kisaligi, normal metinlerdeki bazi tanmimlayict 6zelliklerinin
etkisiz kalmasma neden olabilir. Diger taraftan, yazarin anadilini dogru bir sekilde
Tanimlamada, Web Tabanli metinler Uzerinde yazarin yazim tarzini ortaya ¢ikarmak igin
yardimci olabilecek bazi 6zelliklere sahiptir. Haber-grubu, e-posta, bloglar ve sohbet
odalart gibi web tabanli ortamlara nispeten resmi yayinlarla karsilastirildiginda yazilarin
kendilerine ait "yazma baskilar" (write-prints) birakmasi olasihig1 daha yiiksektir. Ornegin,
online metinlerde kullanilan kurulus bicimi veya kompozisyon tarzi yaygin
metin dokiimanlardan genellikle farklidir. Yapisal olarak plan ¢izme o6zellikleri,
alisitlmamus igerik belirleyicileri ve diizensiz dilde kullanim gibi baz1 6zel dzellikler, uygun
bir koleksion 6zelliginin gelistirilmesinde yararli olabilir.

Ingilizce web sayfalarinin binlercesinin bir korpusunun analizi, anadili Ingilizce
olan yazarlar ve yerli olmayan yazarlar arasindaki yazim tarzinda ve igerikte Onemli
farkliliklar gosterir [15]. Bu tiir farkliliklar, bir web sayfasinin metininin temelinde
bilinmeyen bir yazarin anadilini belirlemek icin kullanilabilir. internet global bir agdir, ve
Cyberkullanicilar1  siberuzay (zerinde g¢ogunlukla ingilizce mesajlar dagitmaktadilar.
Online metinler, gesitli yerli dille bircok iilkeler arasinda internet {izerinde dolastiririr.
Yazim-tarzi (Writing-style) Ozellikleri, ¢ogunlukla dile baglidir. Bu nedenle, Yazarin

Anadilini Tanimlamada tahmin giict farkli ana diller icin hemen bir endise kaynagidir.
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2.7. Smmiflandirma Teknikleri

Stylometry, 6nerilen 6zelliklerle ayirt edici 6lcimler elde eder, bu nedenle bir
orinta icinde belli bir yazarmn profil tarzini azaltir [5]. Bir 6riintii eslestirme sorunu makine
O0grenimi  i¢in  Ozellikle wuygundur. Makine Ogrenimi, gOrinmeyen verilerin
simiflandirilmasini  daha Onceden goriilen verilerden Ogrenmis bilgiye dayali bir
model olusturarak saglar. Makine 6grenim algoritmasinin sonuglari, modelin dogrulugunu
belirlemek ve degerlendirmesi igin sirayla 6lgme gerektirir.

Bu algoritmanin, bilgiyi temsil eden modelin bazi tiirlerini Uretmesi gerekir ve biz
onun ne kadar iyi bir model oldugu performansini Slgerek veya bilinmeyen Grnekleri
smiflandirma onun kabiliyeti belirleyerek elde ediyoruz. Cesitli makine 6grenme
teknikleri, yazarlik atfinda kullanilir. Bu ¢alismada ¢ok kullanislt ve ¢ok giiclii olan C4.5,
Naive Bayes ve Destek Vektor makinesi gibi t¢ siniflandirma teknigini kullanilda.

2.7.1 Naive Bayes Metodu

En etkili ve yaygin olan smiflandirma algoritmalarindan biri Naive Bayes veya
Navie Bayesian algoritmasidir. Ozellikler arasinda serbestligi varsaydigindan uygulanmasi
cok kolaydir. Eger Ozellikler birbirini etkiliyorsa olasiligt hesaplamak o zaman
zorlagmaktadir. Naive Bayes modeli veya basitge Bayes siniflandirma (Simple Bayesian

Classifier) algoritmas1 asagidaki gibi gergeklesir.

1. Eger etiketlenmis smifla iligkili bir gurup kiime i¢inde D’nin bir egitim seti
oldugunu farzedersek normal sekilde, her kime n-boyutlu  ozellik vektoru; X=
(X1,X2,...,Xp), olarak temsil edilir, ve Ay, A, ..., Ap, sirayla, n 6zellikten olusan kiimelerin

Uzerinde yapilmis n 6l¢iiyli gosterir.

2. Cyq, Cy, ..., Cp, M smiflarinin oldugu varsayarak, C ve X den ulasan bir tuple
(Ikili), olasilik fonksiyonunu bularak simiflandirir. X kosularina goére bu X, en
yuksek posteriyor olasiligina sahip olan simifa aittir. Yani, Naive Bayesian bir olasiligi

simiflandirict yontemdir ki X, C; sinifina aittir eger ve sadece eger;
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P(Ci1X) > P(C|X) egerl<j<m, j#i. (1)

Boylece, P(Ci| X ) en yiiksek olasiliga sahip olan sonrakidir. C; sinifi herhangi P(C; | X )
icin maksimum sonraki hipotezdir. Bayes teoremi (Denklem (2));

paix) = = @

P(X|C)P(Cy)

P(Gi|X) = P(X

(3)

3. P(X) tam smiflar i¢in sabittir, sadece P(X|C;j)P(Cij)’in maksimize
edilmesine gerek vardir. Eger sinifin onceki olasiliklar bilinmiyorsa, o zaman yaygin
olarak o smiflarin esit olasiliklara sahip olduklar1 kabul edilir, yani P(C;) = P(Cp) = ... =
P(Cn), bu nedenle P(X | Cj), en iist diizeye sahip olandir. Aksi halde, maksimum olan
P(X|Ci)P(Ci)’dir.

Unutmayalim ki, sinifin ilk ihtimali P(C;)=|C;,D}/|D|’e gore tahmin edilebilir,
burada |C;,D|, Ci sinifi ve D egitim sayis1 tuple’laridir.

4. Bircok oOzellige sahip olan veri setleri i¢in P(X|Cj)’nin hesaplanmasi son
derecede pahali olacaktir. P(X|Cj)’1 degerlendirmede hesaplamay1 azaltmak icin siif
kosulu serbestligine bagli olan Naive varsayimi yapilir. Bu, tuple’in verilen siif etiketi
icinde (yani, nitelikler arasinda herhangi bir bagimlilik iligkisi yoktur) niteliklerin
degerlerinin bir digerinin bagimsizlik sartina bagli oldugunu varsayar. Boylece,

birbirlerinin esdegeri olan, sirasitla denklem (4) ve denklem (5) esitliklerini doniistiiriiliir.

- (4)
Pixicy = | [Peudcd
k=1

P(X|C)) = P(x11C;) X P(x2|C) X -+ X P(xn|Cy) (5)
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P(x1|Ci), P(X2|C)), ... , P(xq|Ci) olasiliklarini, egitim tuplerinin Gzerinden kolayca
tahmin edebiliriz. Burada tuple X icin Xy degeri Ax 0zniteligini ifade ettigini hatirlayalim.
Her Oznitelik i¢in, Ozniteligin bir kategorik veya surekli degerli olup olmadigin
incelemekteyiz. Ornegin, P(X|C;i)’i hesaplamak i¢in, asagidaki adimlar1 dikkate aliriz:

(@) A kategorisel ise, 0 zaman, P(x|C;), Ci sinifi ile D tupleler dizisinde Ay igin

Xk  degerine sahip olan sayidir, |C;, D|, C; smif ile D tuplelarin sayisina gore

bolundr.

(b) Ax surekli-degerli ise, o zaman biraz daha fazla ¢alismamiz gerekir, ama

hesaplama oldukca basittir. Strekli-degerli bir 6zniteligi genelde p ortalamasi ve 0

standart sapmasi ile bir Gauss dagiliminin oldugunu varsayilir. Béyle tanimlanmas:

denlem (6) ile ifede edeilir.

(o) = ——m e
X, U,0o0) = e 2o
i 2mo? (6)
Oyle ki
P(x|C;) = g(xy, ey oci) (7)

Bu denklemler, zor goriilebilir, bizim pc;j ve dci’yi hesaplamamiz gerekir, ki bunlar,
Ci smifi igin egitimi tuplelar iginde oznitelik A degerleri olarak, sirasiyla ortalama ve
standart sapma anlamina gelir. Daha sonra, bu iki miktarlar1 denkleme (4) i¢inde birbiriyle
ve X i¢in P(xk | C; ) tahmin edilir.

5. X'in etiketli sinifin1 tahmin etmek amaciyla, her C; smift i¢in P(X|C;)P(C;)
degerlendirilir. Tahmin edici siniflandirma tuple X’deki etiketlenmis sinifin Cj olan sinif

oldugunu tahmin eder eger ve sadece eger denkleme (8) :

P(X|CD)P(Ci) > P(X|CHP(Cj) eger1<j<m,j#i (8)

Diger bir ifadeyle, tahmin edilen smf etiketi, maksimum olan herhangi
P(X|Ci)P(Cy) i¢in C; sinifidir.
“Bayes smiflandiricilar ne kadar etkilidir ?”” Bu smiflandiricilarin ¢esitli deneysel

caligmalari, karar agaclari ve yapay sinir agi1 siniflandiricilart ile bazi uygulama alanlarinda
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karsilastirabilir. Teorik olarak, Bayes siniflandirict  araglari diger tim smiflandirict
araclaragoreen az hataoranma sahiptir. Fakat, bunun kullanimi  ig¢in  yapilan
varsayimlardaki, yani simif bagimsizlik kosullu ve verilerin uygun olasiligmin eksikligi
gibi yanlishiklar sebebiyle bu uygulamalarda her zaman gegerli degildir. Ayrica
Bayesian siniflandirma araglari, agikca Bayes teoremi kullanmayan diger siniflandiricilar
icin teorik bir gerekge saglamada yararhidirlar. Ornegin, bu belirli varsayimlar altinda,
bircok sinir ag1 ve egriye uyan algoritmalarin sonucu, Naive Bayes’de oldugu gibi

maksimum sonraki hipotez (posteriori hypothesis) oldugunu gosterir.

2.7.2. Destek Vektor Makinesi

Destek Vektor Makinalar1 (DVM), yazarlik atfi i¢in daha sik kullanilan bir teknik
haline gelmektedir. 1995 yilinda Vladimir Vapnik tarafindan gelistirilmistir, SVM
oOzelliklerinin bir grubunu alir ve yeni bir uzaya ulasilmasi igin burada, yeniuzayin
icinde Oznitelik vektorleri bélmek igin bir hiper diizlemi belirleyebilen bazi hesaplamalar
yapar. Ideal hiper diizlemi 6znitelik vektorleri, maksimum mesafe (tolerans) ile ayirir.
Clnku hiper diizlemin yalnizca iki yUzi vardir ve bu teknik, ikili sorunlar1 igin ¢ok
uygundur.

Destek Vektor Makineleri (DVMSs) dogrusal modeller ile siniflandirma kavramini
genisletir. Girig verilerin vektor degerleri, bu iki siiftan olmak {izere sinirlidir ve dogrusal
olmayanlar da Oklid uzaydan yeni yilksek boyutlu bir Hilbert uzaya doniistiiriilmiis
olabilir. Bu model, daha sonra bu yenialandainsa edilen en ¢ok mesafesi olan
hiper duzlemidir. Maksimum toleransli hiper diizlem, iki sinif arasindaki en biiyiik ayirima
sahip olan modeldir. O hiper dizlemde yerlestirilmis bu veri vektorleri tarafindan
tanimlanir. Bu veri vektorlerine de “destek vektorleri” denir.

Test veri vektorleri, aynm sekilde yeni bir uzay haline doniistiiriiliir ve maksimum
toleransli hiper diizlem tarafindan belirlenip siniflandirilarak bunlar arasinda yer alir.
Maksimum marjin hiper diizlem tarafindan tanimlanan model bir ¢ekirdek (kernel)
fonksiyonu (zerine kuruludur. Bu, bir radyal tabanli fonksiyon ¢ekirdegi veya bir
sigmoid ¢ekirdegi gibi dogrusal bir kernel fonksiyonunu, bir polinom kernel fonksiyonunu
veya diger dogrusal olmayan fonksiyon olabilir. En iyi kernel fonksiyonunu genellikle
deneysel olarak belirlenir.
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Tartisilan metin siniflandirma aragtirma  sonuglari, SVM metin  siniflandirma
problem alaninda yukarida tartigilan oranla: Naive Bayes siiflandiricive C4.5
smiflandiric1 gibi yontemlerden daha iyi bir makine 6grenme siiflandiricis1 olarak ortaya
ciktigini gostermektedir. Metin siniflandirma genelde yaklasim 6zellik kiimesini sik sik
goriilen kelime sayisini kullanacak bigimde agirliklandirir. Bu aragtirmada kullanilan
Ozelliklerin bir¢ogu bazi tiplerin frekanslarina dayalidir ve bunun SVM Web tabanli

metinlerde yazarin anadilinin kesfi i¢in uygun bir siniflandiric1 olduguna inanilmaktadir.

2.7.3. Karar Agaclari

Karar Agaglart (KA), esasit yukaridan asagiya bir yaklasim kullanarak bilgi
edinimine (Information Gain) [22] bagl sonug¢ ¢ikarabilir. Agacin her seviyesinde kok
diigimiinden baglayarak, kendi siniflarindan maksimum bilgi kazang oranmni saglayan
ozelligi secilir. Bu, minimum yapiya sahip bir karar agaci Uretir. Quinlan, C4.5
simiflandiricisint bu yaklagimi kullanarak iiretir ve Ozellik degerleri tamamen sayisal
oldugu zaman ve eksik 6zellik degerleri ile basa ¢ikabilmek, o verilerin ayristirilmasini
gergeklestirebilmek i¢in onu optimize eder.

Karar Agaci Siniflayicilar, kolaylikla yorumlanabilen 6grenme algoritmalaridir.
Ciinkii onlar i¢ ice ge¢misse o kurallarindan olusur. I¢ diigiimler, terimler tarafindan
etiketlenir, bunlardan uzaklagan dallar, deney belgesinde terimi olan agirlik testleri
uzerinde etiketlenir ve yapraklar kategorilere gore etiketlenir. KA 6grenme algoritmasinin
amaci, farkli kategoriler icinde en 1yi siiflandirma problemlerin ayirimini yapan testleri
bulmaktir. Ornekler arasinda en iyi ayrim giiciine sahip olan kok diigiimii veya test
olmalidir. Yoksa tiim egitim 6rnekleri ayni etikete sahipse (6rnegin reddetmek), bir takim
kategoriler i¢inde biitiin egitim Ornekleri birbirinden ayrilana kadar yeni testlerin
tasarlanmasi gerekir [30].

Bagvurulan bir yazarlik atif iglemi i¢in, KA diigiimleri veya testler tarafindan temsil
edilen ayiric1 6zellik uygulanir. Dallar1 iizerindeki degerler, esikler olabilir. Kural tabanl
ogrenim ve karar agaclari, her 6zellik icin bir degerler grubuyla sinirlandirilan veya her
sayisal ozellik i¢in cesitlilik gosteren bir grup icinde ayriklastirilan veri degerleridir.

Verilerin ayristirilmasi bu tekniklerin basarisiyla elestirilebilir.
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K yakin komsu (K-NN) teknigi gibi 6rnek tabanli 6grenme, verim smifin1 en iyi
sekilde eslemeyi bulmak i¢in her egitim 6rneginin her test drnegiyle karsilastirilabilmesi
icin yogun hesaplamalar olabilir. Bu nedenlerle, bu makina 6grenme tekniklerini, bu

arastirmada kullanmay1 diistinmiiyoruz.

2.8. Smiflandirma Performansmin Olgiitleri

Sonuglart 6lgmek igin birgok farkli yol vardir ve farkli yontemler verilen bir
problemin farkli yonlerindeki basariyr gosterir. Bu boliimde, arastirmada kullanilan
degerlendirme Olgiitleri anlatilmistir. Genel olarak model basarisinin degerlendirmesinde
kullanilan temel kavramlar hata orani, kesinlik, hatirlama ve F-6l¢iitiidiir. Modelin basarisi,
dogru sinifa atanan 6rnek sayisi ve yanlig sinifa atilan 6rnek sayisi nicelikleriyle ilgilidir.

Siniflandirma performansini hesaplamadan once, siniflandirma sonuglarinin asagidaki

4 sonug tlru kullanilarak bilinmesi gereklidir.

e Pozitif Dogru (PD): Pozitif bir sinif olarak siniflandirici tarafindan dogru bir
sekilde isaretlenmis pozitif siniftir.

e Negatif Yanlis (NY): Olumsuz bir siif olarak siniflandirici tarafindan dogru bir
sekilde isaretlenmis dogru siniftir.

e Pozitif Yanlis (PY): Olumlu bir sinif olarak siniflandirici tarafindan yanlis bir
sekilde isaretlenmis yanlis siniftir.

e Negatif Dogru (ND): Olumsuz bir sinif olarak siniflandirici tarafindan dogru bir

sekilde isaretlenmis yanlis siniftir.

2.8.1. Kesinlik ve Duyarhhk

Kesinlik, siniflandirilmis smif i¢in dogru siniflandirilmis 6geler ve 6gelerin toplam
sayisina orani Olgulerek hesaplanir, bu orani kullanarak dogrulugu 6lger. Diger bir ifadeyle,
kesinlik, sinifi 1 olarak tahmin edilen True Pozitif 6rnek sayisinin, siifi 1 olarak tahmin
edilen tiim 6rnek sayisina oranidir:

Yani kesinlik 6l¢timii, biitiin durumlarin disinda bir belgenin dogru bir sekilde kag

defa siniflandirilmis olugunu gosterir.
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Kesinlik, hedeflenen sinif icin siniflandirilan tiim o6gelerin disinda sadece kag
0genin dogru sekilde siniflandirilmis olduguna dikkat eder, boylece dogru bir sekilde
siniflanmayan gergek 6geler hakkinda hicbir sey sdylemez. Bu ylizden kesinlik 6l¢limiiniin

sadece dogrulugu ol¢tiigiinii soyleyebiliriz. Denklem 9 Kesinlik hesaplamay1 gosterir:

TP 9)
TP + FP

Kesinlik =
Gergek gibi yanlis olarak smiflandirilan 6gelerin géz ardi edilmesinin aksine
Duyarlilik, sinif olarak kategorize edilmis 6gelerin toplam sayisiyla iliskilendirildiginde
dogru bir sekilde smiflandirilan 6gelerin sayisini 6lger. Diger bir deyisle, Duyarlilik sadece

biitinligi 6l¢er. Denklem 10 Duyarlilik hesaplamay1 gosterir:

TP (10)

Duyarllllk = TP-I-—FN

2.8.2. Dogruluk

Dogruluk, her durumda fakat dogru siniflandirilmis maddelerin sayisini Olger.
Dogrulugu tanimlamak ic¢in bir baska yol, dogru degerlerinin yakinlik derecesinin
Olgilmesidir. Dogruluk, verilerin toplamini, olaylarin toplam sayisina bélmeyle hesaplanir.
Denklem 11°de gosterilmistir. Dogru siniflandirilmis pozitif 6rnek sayisinin, toplam pozitif

ornek sayisina oranidir.

TP + TN
TP+ FP+ FN+ TN (11)

Dogruluk =

2.8.3. F-Olcutd

F-6lghtt, hem Hatirlatma hem de Kesinlik tartmayla dogrulugu 6lgmenin diger bir
yoludur. Hatirlama ve Kesinligin harmonik anlamindadir ki hem kesinlik hem de

hatirlatma degerleri yiiksekse o da yiiksek bir degere erisir. Eger hatirlatma ya da kesinlik
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diisiikse, F-olgiitii da cezalandirilacaktir. F-olgiitli, dogruluk degerlerini etkileyen gercek
yanliglar1 goz ardi etme ve esit olarak Kesinlik ve Hatirlatmay1 tartmayla zarar goren diger
Olculere ¢ozim konusu olan bir él¢udur.

Kesinlik ve Duyarlilik 6lciitleri tek baslarina anlamli bir karsilastirma sonucu
¢ikarilmasi igin yeterli degildir. Her iki Ol¢iitii de beraber degerlendirmek daha dogru
sonuclar verir. Bu sebeple f-6lgiitii tanimlanmistir. F-Olgiitii, kesinlik ve duyarliligin

harmonik ortalamasidir. Denklem 12 F-6lgiitii hesaplamay1 gosterir.

2 X Duyarlilik x Kesinlik (12)
Duyarlilik + Kesinlik

F — Olgiitii =



3. YAPILAN CALISMALAR

3.1. Giris

Bu boliimde deneme kurulumunun detaylar1 agiklanacaktir. Oncelikle, Web tabanl
metinlerde ve bizim Onerdigimiz ¢ercevede Yazarin Anadili Tanimlamasini tartisacagiz.
Bu asamada, bizim ¢er¢evemizin dort adimini ve veri kiimesi toplanmasini agiklayacagiz.
Son olarak da bizim korpusumuzun istatistiksel 6zellikleri analiz edecegiz.

Ayrica, ozellik ¢ikarma asamasinda makine 6grenme araclarina gore kullanilabilir
format i¢in veri kiimesindeki bilginin nasil doniistiiriildiigiini agiklayacagiz. Bir sonraki
adimda, gelistirilen Yazarin Anadilini Tanimlama uygulamasi hakkinda yorum yapacagiz.
Son olarak, Weka makine Ogrenme araci iizerinde ve ¢ikarilan Ozellik vektori

denemelerini siniflandirma algoritmalarin kabiliyeti i¢in bir bildirim yapacagiz.

3.2. Web Tabanh Metinlerde Yazarin Anadilini Tanimlama

Bir Yazarin Anadilini Tanimlama, yazarlik analizi sorununun bir tirdddr.
Listelenen yazarlar arasindan belirli bir yazarin belirlemesi yerine, 6zel bir yerli dili
paylasan bir grup yazari tanimlamayi {imit ediyoruz. Yazarlik analizi son yilarda ¢evrimigi
metinlere uygulanmistir [11], bu calismada Anadil Tanimlamada genis kapsamda
stylometric ozelliklerinin kullanimi hakkinda bir inceleme yapmay1 amagladik. Ayica, bir
simiflandirma sorunu olan Yazarin Anadilini Tanimlama asagidaki gibi gelisebilir,
Ingilizcede farkli dillere sahip yazarlardan bir dizi metnin saglanmasi ve bir yazarm anadili
smifinin belirlenmesi i¢in bilinmeyen yeni bir metin belirleme. Bu hipotezi uygulamak icin
ayni anadilin yazarlar1 tarafindan yazilmis ¢ok sayida metin oldukca sabit kalan bu
ozellikler kumesi secilir. Ozellik grubu secildiginde, verilen bir metin, N 6zelliklerinin
toplam sayis1 olan N-boyutlu bir vektor ile temsil edilebilir. Onceden smiflandirilmis
metinlerin bir grubu verilmigse, yeni metne dayanarak olusturulan yeni vektoriin

kategorisini belirlemek i¢in birgok teknige basvurabiliriz.
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3.4.Web Tabanh Metinlerde Yazarin Anadilinin Tanimlamas: i¢in Bir Cerceve

Yazarmn Anadilini Tanimlama islemi icin Onerdigimiz cerceve dort asamadan
olusur: (bkz. Sekil 2)

1) Metin Toplanma: Yazi stillerini profillemek igin web tabanli metinlerin
uygun bir korpusa toplamasi.

2) Ozellik Cikarma: Otomatik metinlerden bir 6zellik seti ¢ikarma islemidir.

3) Siniflandirma Modeli: Test 6rneklerini siniflandirma igin kullanilan egitim
veri grubuyla siniflandirict egitim tarafindan bir smiflandirma modeli
olusturma.

4) Anadil Tanimlama: En son bu test dokiimanlariin anadilini tahmin etmek

icin kullanilacak siniflandirma modeli tasarlama.

Metin Toplanma

Metin Veri Kiimesi Asama 1: Metin Toplanma
Ozellik Cikarma
Ozellik Vektor Asama 2 - Ozellik Cikarma

Egitim Seti

Test Seti Siniflandirma Modeli Asama 3 © Smiflandirma Modeli

Anadil Tanimlama

Yazarin Anadili Tanimlama Asama 4 - Anadil Tanimlama

Sonuclari

Sekil 2.Yazarin Anadil Tanimlama islemi i¢in Gnerilen cergeve
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3.4.1. Korpusu Toplama

Onceki Anadili Tanimlama c¢alismalarda en ¢ok ¢esitli iilkelerden yerli
olmayanlarin Ingilizce yaz1 c¢alismalarmin dogru amaglar icin toplanan Ingilizce
Ogrencilerinin Uluslararas: Corpusu (Derlemi) [16] kullanilmistir.

Bu c¢alismanin amaci i¢cin Web tabanli metinlerin farkli tiirleri arasindan
ulasilabilen biitliin Web tabanli metinleri inceledik, kisisel e-posta ve chat
mesajlar1 genellikle kigisel gizlilik sorunlart igerir ve toplanmalart zordur. Ayrica, anadili
bilinen yazarlarin metinlerinin toplanmasi sikintilidir. Bu nedenle, bu g¢alismada Derlem
olarak secilen ve toplanan Ingilizcede herkese acik haber ajanslar1 metinleri (haberler) Ana
Dilleri Ingilizce, Farsca, Tiirkce ve Almanca yazarlar tarafindan yazilmistir. indirmelerden
her biri saglanan anadilin gostergelerini icerir ve indirilen her bir metin haber seklindedir.

Bu metinlerin bazilarinda Ingilizce disinda diger dillerde ek metinler icermektedir;
bu metinler hedefimiz igin dikkate alinmamistir. Her bir dil igin (Tiirkce, Ingilizce, Farsca

ve Almanca) 150’ser metin toplanmustir.

3.4.2. Ozellik Cikarma

Ozellik Cikarma (Feature Extraction) asamasi, olusturulan 6zellik kiimlerinden tiim
ozelliklerin ¢ikarilmasim1 igermektedir. Yazarlarin yazim tarzi  Ozellikleri yapisiz
metinlerden ¢ikarilma ihtiyaci duyar ve ardindan 0zellik ¢ikarici, dzellikleri temsil etmek
icin 968 boyutlu voktor iiretir. Onceki boliimde acikladigimiz gibi ¢evrimici metinler igin
968 63 Sozliksel, 393 Sozdizimsel, 13 Yapisal ve 500 icerige Ozgii ozellikler segilmistir.

Calismada bir otomatik bir 6zellik ¢ikarma uygulamasi gelistirilmistir. Daha sonra
rastgele secilen her dil sinifi i¢in 10 metnin &zellikleri ¢ikarilmis ve dogrulugunu
onaylamak icin elde edilen 6zellikler el ile orijinal belgede incelenmistir. Bura bazi
Ozelliklerin, bilhassa da yapisal ozelliklerin dogru bir sekilde elde edilmesi zordur.
Ornegin, bir yazar selamlama igin nadir bir sézciik kullaniyorsa program bu 6zelligi dogru

olarak ¢ikaramayabilir.
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3.4.1.1. Veri Kiimesinin istatistiksel Analizi

Bu boliimde, verilerin agiklamasi yapilmistir. Bu  boliimiin 6nemli  bir kismui
istatistiksel analiz veri kiimesini iceriyor. Istatistiksel sonuglar, kurulan otomatik Yazarlik
Analizi sistemleri i¢in kullanilabilen 6zelliklerin bazilar1 Anadildeki farkliliklari ortaya

cikarirlar. Asagidaki gibi Tablo 5’te sonuglar gésterilmistir:

Tablo 5. Veri Klimesi Boyutu

Anadil Simifi Dokiiman Sayisi

Ingilizce 150
Tirkce 150
Almanca 150
Farsca 150
Toplam 600

3.4.1.2. Sozluksel Ozellikler

Sekil 3 ve 4’de 6nceki bélimde (Bolim 2.4) dnerilen sozliksel dzelliklerin bazilar
gosterilmistir. Bu tablolar Karakter tabanli ve Kelime tabanli egitim veri kiimesinde
(Derlemde) mevcut Siiflardaki dzelliklerin istatistiksel analizini gdstermektedir. Ingilizce
siifinda karakterin toplam sayis1 diger siniflara gére daha uzundur ve diger karakter tipleri

Sekil 3 ’de incelenmistir.
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600000

500000

400000

300000

200000

100000

0 Harfl S | Bosluk buyuk
arfler ayisa oslu tyl ..
Karakter karakterleri | karakterleri karakterler karakterleri Ozel karakter

® ingilizce 494893 393674 3906 83423 11162 1743
W Tirkge 316080 249976 2997 54700 9396 976
= Almanca 452714 359373 2332 79248 13017 1386
M Farscga 231979 182497 2673 41186 7880 992

Sekil 3. Karakter Tabanli Sozlitksel Ozellikleri Istatistiksel Analizi

90000
80000
70000
60000
50000
40000
30000
20000
10000
0 e e
6
. Hapax Hapax karakterden Farkli Kisaltma
Kelime legomena | dislegomena | daha uzun Kelimeler Kelimeler
Kelimeler
B Ingilizce 82257 28407 6024 20967 41094 83
B Tiarkee 52537 20941 4185 13662 29061 10
m Almanca 74578 27870 5708 19626 39012 7
M Farsc¢a 37664 16284 3093 10255 22173 15

Sekil 4. Kelime Tabanli Sozlitksel Ozellikler Istatistiksel Analizi

Kelime Tabanl Sozliiksel Ozellikler yazar tespiti i¢in énemli bir olgiittiir. Ingiliz
yazarlardan uzun metinler kullanmak farkli kelime sayisi oran1 ve kelimelerin toplam
sayisi Ingilizce, Almanca, Tlrkce ve Farsga icin sirastyla 0.49, 0.52, 0.55, 0.58’dir. Hapax

legomena orani ve kelimelerin toplam sayisi Ingilizce, Almanca, Tlrkce ve Farsca igin
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sirastyla 0.34,0.37, 0.39 ve 0.43°tiir. Ingiliz yazarlar tarafindan kullanilan kisaltma
kelimelerin toplam sayisi ¢cogunlukla farklidir ve diger yerli olmayan yazarlar arasinda

Ingiliz yazar daha ¢ok kisaltma kelime kullanmistir.

3.4.1.3. Sozdizimsel Ozellikler

Bahsedildigimiz gibi S0zdizimsel Karakterlerin ve Fonksiyon Kelimelerin
olusturdugu So6zdizimsel listeyi sunduk. Sekil 5'de veri kiimesi her bir siniftaki sozdizimsel
karakterlerin toplam sayisini gostermektedir. Sekil 5 ve Sekil 6 'de veri kiimemiz, her

smiftaki ~ SOzdizimsel karakterlerin ve  SOzdizimsel karakterler toplam sayisi

aciklanmaktadir.
6000
5000
4000
3000
2000
1000 ] .
0 - ktal
tek tirnak (') virgdl nokta kolon n.o "a ! soru isareti
virgiille
B ingilizce 850 4892 4139 162 50 62
Tirkce 159 2583 2487 31 18 17
B Almanca 978 3558 3588 127 18 119
M Farsga 402 1776 1776 45 21 9

Sekil 5. Sozdizimsel Karakterlerin Istatistiksel Analizi

Sekil 5’in sonuglarina bakarak, onlarin yazilarinda Alman yazarlarin daha ¢ok ()
ve (?) karakterini kullandigini, diger taraftan Ingiliz yazar, diger yazarlardan daha gok
noktali virgiilii kullandigini gorebiliriz. Sinif basina nokta isaretinin toplam sayisinin orani
ve smif bagma karakter sayis1 Ingilizce, Almanca, Tlrkce ve Farsga icin sirastyla 0,0083,
0,0079, 0,0078, 0,0076°d1r.

Ay zamanda her dil sinifinda 6nceden belirlenmis yedi kategorideki Fonksiyon
kelimelerin toplam sayisi hesaplanmistir. Sekil 6 gdz Oniine alinarak, g¢esitli dillerde

konusan yazarlardaki farkli fonksiyon kelimelerinin dagilimini analiz edebiliriz.



14000

12000
10000
8000
6000
4000
2000
0 L—
Article se:tr;)r_\ce Pronoun Auxiliary | Conjunctio |Interjection| Adposition
Words Words verbs n Words Words Words
Words
| ingilizce 5608 89 5904 6441 957 158 11523
M Tiarkge 4405 53 2739 3659 327 69 7989
M Almanca 5829 107 5160 6098 622 204 10829
M Farsga 3043 20 1724 2673 221 98 5782

Sekil 6. Fonksiyon kelimelerin Istatistiksel Analizi

Daha dnce de belirttigimiz gibi Fonksiyon Kelimeler, bir yazar1 digerlerinden ayirt
etmek i¢in Onemli bir Olgiittiir. Sekil 6’da farkli Anadildeki Yazarlarin kendi anadilinin
yapisindan etkilenerek Ingilizce gramer ve kelimeleri farkli bir sekilde kullandigini
goruriz. Ornegin; simf basina Article words kelimelerinin toplam sayis1 ise kelimelerin
toplam sayisinin orani ingilizce, Almanca, Tiirkce ve Farsca icin sirasiyla 0.068, 0.078,
0.083, 0.080°dir. Sekil 6, Ingilizce ve Almanca Yazarlar tinlem (Interjection) kelimelerini
ve Tirkce ve Farsca yazarlar da cimle oncesi (Pro-sentence) kelimeleri ¢cok daha fazla

kullanmislardir.

3.4.1.4 Yapisal Ozellikler

Yapisal ozellikler (Structural Features), yazarin tasarladigi metin igin yapisal

Ozelliklere dayanan c¢esitli tiirleri kullanmasin1 ele alir. Sekil 7’°de yapisal O6zelliklerin

cesitlenen en 6nemli 6zellikleri gosterilmistir.
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5000
4500
4000
3500
3000
2500
2000
1500
1000
500
0 _ mm mmem [ I
satir cimleler | paragraflari | bossatirlar | selamlama v'eda
kelimeler

B ingilizce 2856 4175 4632 158 0 276

= Tirkge 2472 2476 2171 152 0 280

B Almanca 4122 3713 3596 153 0 315

M Farsga 2475 1781 1913 176 2 223

Sekil 7. Yapisal Ozelliklerin Istatistiksel Analizi

Sekil 7, Almanlarin yazarlar yazilarinda diger yazarlar ile karsilastirilarak daha
fazla satir kullanmak oldugunu gosterir, demek ki Alman yazarlar yazilarii diizenleme
icin satirdan yararlaniyorlar. Diger taraftan, ingilizce anadili olan yazarlarin daha fazla
paragraf kullanilmaktadirlar. Ayrica Alman yazarlarin diger yazarlara gore daha ¢ok Veda

kelimeler kullanmuislar.

3.4.1.5. igerige Ozgii Ozellikler

Icerige Ozgii Ozellikler olarak en az 10 kez goriinen 500 Bigram kelime veri
kiimesi i¢inde kullanilmistir. Sekil 8'de her bir simif etiketinde Bigram toplam sayisi
gosterilmektedir. Sinif bagina kullanilan Bigram kelimelerinin toplam sayisi, toplam
Bigram kelimelerinin sayismin orani Ingilizce, Almanca, Tiirk¢e ve Farsca igin sirasiyla

0.141, 0.083, 0.081, 0.091"dir.
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90000
80000
70000
60000
50000
40000
30000
20000
10000

0 |— s
Bigrams Sayisi Bigrams Toplam Sayisi

ingilizce 11647 82256
B Tirkce 4369 52536
B Almanca 6065 74577
M Farsga 3449 37663

Sekil 8. Igerige Ozgii Ozellikler Istatistiksel Analizi

3.7. Simiflama Modeli

Standart bir smiflandirma 6grenme isleminde oldugu i¢in ¢evrimi¢i metin
koleksiyonu, iki alt kiimeye boliinmiistiir. Ilk alt kiimesi, egitim kiimesi denilen Kki
smiflandirma modelini (Classification model) egitmek i¢in kullanilmaktadir. Bu islemde
uygulanan smiflandirma teknikleri, farkli tahmin giiciindeki modellere sebep olabilir.
Diger alt kiimesi ise siniflama modeli tarafindan olusturulan yazarin anadilinin tahmin
edilme giiclinii dogrulamak i¢in kullanilan deneme kiimesidir. Tekrarlanan bir egitim ve

test stirecti, iyi bir yazarin anadili tahmin modelini elde etmede gerekli olabilir.

3.8. Yazarm Ana Dilinin Tanimlama

Yazari Anadilinin Tanimlama modeli gelistirildikten sonar, Siniflandirma igin 10
kat ¢apraz dogrulama (10-fold cross validation) kullandik, bu verilerin esit blyUklukteki 10
pargaya boliinmesi anlamina gelir. Siiflandirma gorevi, 10 kez yapilir, her defasinda farkli
bir parca test verisi olarak kullanilmaktadir. Geriye kalan 9 parca egitim verisi olarak
kullanilir. Bu islemde her parca yalnizca bir kez test verisi olarak kullanilmaktadir. Bu 10
siniflandirmanin sonug¢ ortalamasi alinir. Yazarin Anadilini Tanimlama islemini farkli
kiimelerden web tabanli metinler ve yerli olmayan cesitli ingiliz yazarlarm ilgili

caligmalari iizerinde gelistirebilir.



33

3.9. Yazarin Anadilinin Tanmimlama Gelistirme

Bu boliimde, Yazarin Anadili Tanimlamasi i¢in 6nerilen ger¢evenin gelistirilmesi

analizi edilecektir. Bu uygulamada programlama dili olarak Visual C#. Net (Sturim 2010)

tasarlanmustir.

3.9.1. Grafik Kullanic1 Arayiizii

Gelistirilen uygulamanin arayiizii Sekil 9°de verilmistir. Uygulama asagidaki gibi

U¢ birim veya agsmadan olusur:

gl Author's Native Language Identification

= | B

Feature Extraction Phase Classification Model Generation Phase

Number of class >> 4

MNumber of Instances in Class 'english ' >> 150
Number of Instances in Class 'Farsi ' >> 150
MNumber of Instances in Class 'germeny ' >> 150
Number of Instances in Class 'turky ' >> 150

Browse Data

Data set Loaded Successfully !
Number of Instance >> 600 .
Prob ( Class ='english ') =0.25
MNumber of Feature Extracted >> 968 Prob ( Class = 'Farsi ') = 0.25
Prob ( Class ='germeny ') = 0.25
Prob ( Class = 'turky ') = 0.25

Class english Farsi germeny turky

Fi
Mean 320929 154653 301808 21072
Std dev. 126436 71331 160087 108622

F2
Mean 08 078 079 079
Std dev. 001 002 001 002

l Extract Feature Form Train DataSet

F3

= Mean  0.02 0.04 003 003
C:\Userslangel\DesktopiMNew Thesis Resultid lan 150 text.csvl Siddev OD1 001 0ON1T 001

I Load Data Set l l Generate Classification Model

l Bave All Extracted Features to GSV ]

l Save Features Types in Seprate CSV file ]

Classification and Evaluation

The Accurcy is >>71%

P (Class = english | testdoc )} = 381.3197866762
P (Class =Farsi |testdoc) =-139.5955016718
P (Class = germeny |test doc ) = 464.61205045
P (Class =turky | testdoc )} = 32.5561783307

The maximum value : 464.612050445584
The class belongs to test document is : germeny

l Classify 10 Fold

[ Classify Test Doc

Cl\Userslangel\Desktop'd language 150 texis - Copylgermen:

Sekil 9. Uygulamamizin Arayuzu

Asama 1: Ozellik Cikarma
Asama 2: Siniflandirma Model Olusturma

Asama 3: Siniflandirma ve Sonuglarin degerlendirilmesi
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3.9.1.1. Ozellik Cikarma Asamasi

Bu bolimde, Veri Kimemize yukleme yapabiliriz. Bu teklif icin Veri Yikleme
(Browse Data) diigmesi veri yUkleme uygulamasinda bize imkan saglar. Veri Yikleme
diigmesine tikladigimizda, bir iletisim kutusu yerel dosya sisteminde veri dosyasi igin

yuklemeye izin verir.

Feature Exdraction Phasze

C:hUsershangel Desktop’ Thesis Data Set'd language 50texts

Browse Data

Mumber of Class >> 4

Mumber of Instance == 200
Mumber of Feature Extracted => 568
All Features Calculated CCESS] I
You can save cav files .

’ Extract Feature Form Train DataSet ]

[ Save All Bdracted Features to C5W ]

’ Save Features Types in Seprate CSV file ]

Sekil 10. Ozellik Cikarma Asamasi

Basarili bir veri yliklemesinden sonra, boliim 2.4’te bizim acikladigimiz onerilen
ozellikleri secebiliriz. Bu islem uygulamak icin kullanilan diigme (Features Extract) ve
sonuglar panelde incelenecektir. Ozellik setlerinin her dort tiirii i¢in hesaplama dzelligini
bitirdikten sonra Panel, diller igin veri seti iceren smifin sayisimi ve admi, Ornegin
numarasint (metin dosyalar1) ve bizim uygulama yiikledigimiz veri setlerinden secilen
ozelliklerin sayisin1 gosterecektir. Sekil 10°de Ozellik Cikariminin Ornek Sonuglar

bulunmaktadir.
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Ozellikleri degerlendirmek ve diger makine dgrenme araglarinda kullanmak icin
Kaydetme diigmesini kullanarak bir CSV dosyasindaki 6zellik vektoriinii kaydedebiliriz.
CSV dosyalarinda 6zellik setlerinin farkli tiirlerini kurtarmak icin bagka bir diigme

bulunmaktadir.

3.9.1.2. Naive Bayes Simiflandirica i¢in Simflandirma Modeli Olusturma
Asamasi

Onceki asamada, 6zellik vektorii olusturulur ve olusturulan vektdr siniflandirma
modeli olusturmak i¢in hazirlanair. Naive Bayes Siniflandirict igin siniflandirma
modeli Gretmede her 6zellik ve sinif i¢in Matris ve Standart Sapma (standard deviation)
Matrisin ortalamasi bulunmalidir.

Sekil 11°de, her simnifta o6zellikler i¢in ortalama ve standart sapmanin Grnek
sonuglarm gdstermektedir. Bu 6rnekte Ingilizce, Almanca, Farsca, Tirkce gibi dort dil
ayiklanmis ve her sinif 50 6rnek (metin dosyasi) igerir. Bunlarin hepsinin olasiligi ayni

olacaktir ve bu deger 0.25 dir.

Mumber of class : 4
english 50 Farsi 50 gemery 50 tudcy 50

Prob { Class=english ) = .25
Prob { Class=Farsi ) = 0.25
Prob { Class=gemenry ) = .25
Prob { Class=turkcy ) = .25

Class english Farsi gemery  turcy

F1

Mean 2537.34 166406 3155.16 19957
Std. dev. 1296.05 9512.14 165075 92654
Fz

Mean 08 079 08 079

Std dev. 002 002 001 001

F2

Mean 03 04 003 003

0. 0.
Std. dew. 001 002 0,01 0001

Sekil 11. Ozellikler Igin Ortalama ve Standart Sapmanin Hesaplanmasi
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3.9.1.3. Siniflandirma ve Sonug¢larin Degerlendirmesi Asamasi

Son agama smiflandirma islemi ve sonuclarin degerlendirilmesidir. Buna ulasmak
icin daha agikladigimiz 10 kat c¢apraz dogrulama kullanilacagiz. Sekil 12°de hesaplanan
sonucglar ve degerlendirmelerin  panelini  gostermektedir. Ozellik  degerlerinin
hesaplanmasinda Gauss (normal) dagilimi kullanilir ve her belgenin olasiligim

hesaplayarak bir siif etiketi icin daha yiiksek olasiliga sahip olan segilir.

Classification and Evaluation

P ( Class = english |testdoc) =447 061098531038
P ( Class = Farsi |testdoc )= 2556720241012

P { Class = germeny | test doc ) = 5202957631746
P ( Class =turky | test doc ) = 303.25642473842

The maximum value : 520 295763174585

The class belongs to test document is : germeny

P ( Class = english | testdoc) = 4599534103168
P ([ Class = Farsi | test doc ) = 460 20054963804
P ({ Class = germeny | test doc ) = 535947605565
P ( Class = turky | test doc ) = 438 0099814818

The maximum value : 535 947605565047
The class belongs to test document is : germeny

Classify Test Doc

I Brows File

C\llsers\angel\Desktop\Test SetiThesis Data Setd language

Sekil 12. Smiflandirma Isleminin Sonuglar



37

3.10. Weka Arac1

WEKA araci, arastirmacilar ve uygulayicilar i¢in veri 6n islemenin ve makine
O0grenme algoritmalarinin kapsamli bir koleksiyonu saglamayr amaglamaktadir. Bu,
kullanicilarin hizli bir sekilde denemesini ve yeni veri setleri ilizerinde farkli makine
o0grenme yontemlerini karsilastirmasii saglar. Wekanin modiiler olmasi, genisleyebilen
yapinin saglanan temel Ogrenme algoritmalar1 ve araclarinin genis bir koleksiyondan
yapilmasti i¢in gelismis veri madenciligine imkan saglar. WEKA grafik kullanici arayiizleri
ile yeni 6grenme algoritmalar1 entegrasyonu otomatik hale getiren eklenti mekanizmalari
ve kuruluslar basit bir API sayesinde aracin genisletilmesi kolaylastirmistir.

Weka araci, siniflandirma kiimeleme, birliktelik kurali madenciligi ve ozellik
secme algoritmalart i¢in regresyon icermektedir. Verilerin 0n arastirmasi, veri
gorsellestirme imkanlari ve bircok On isleme araclariyla iyi bir sekilde desteklenebilir.
Bilgi Analizi i¢in Waikato Cevre (WEKA), birlesik bir aracin algilamaya ihtiyag
duyulmasiyla gergeklesir. Arastirmacilar makine 6grenmede yapilan tekniklere kolayca
erisim olanag1 verecektir. 1992 yilinda projenin kuruldugu zaman 6grenme algoritmalari,
farkli platformlarda iizerinde kullanmak ic¢in ve verilerin ¢esitli bigimleri isletilen farkli
dillerde bulunmamaktaydi. Veri setleri koleksiyonu iizerine karsilagtirmali bir galisma
yapmak i¢in 6grenme planlarini toplamak temel bir islemdir.

WEKA’nin sadece 6grenme algoritmalart i¢in bir arag¢ teskil etmeyecegini aym
zamanda arastirmacilarin veri isleme ve degerlendirme plani i¢in altyap: destegine ihtiyag
duymaksizin yeni algoritmalarin yaptigi bir g¢erceve oldugu diisiiniilebilir. Simdilerde
WEKA veri madenciligi ve makine Ogrenimi acisindan bir doniim noktasi olarak
taninmaktadir. Bu, akademi ve is c¢evrelerinde yaygin olarak kabul gérmiis ve veri

madenciligi arastirmalar i¢in yaygin olarak kullanilan bir ara¢ haline gelmistir.

3.10.1. Weka ile Veri Simiflandirma

Bu asamaya gelmeden Onceden oOzellik vektorleri haline getirilen metin
dokiimanlart CSV formatinda kaydedilerek kolayca siniflandirma islemi uygulanmistir.
Bir 6nceki asamada bahsettigimiz 600 dokiimani i¢eren veri dosyasini siiflandirmak igin

veri dosyasi yiiklendikten sonra smiflandirma islemi i¢in “Classify” sekmesi tiklanir.
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Asagidaki ekran goriintiisii seklinde de goriildigi gibi, listeden bir smiflandirma
algoritmas: secilir. Ornekte SMO siniflandirma algoritmasi segilmistir ve Sekil 13°te

gostermektedir.

& Weka Explorer =HECIHL X
| Preprocess | Classify | Cluster | Assocdiate I Select attributes I Visualize
Classifier
. weka || -k "weka.classifiers.functions, supportWector . Paolykernel -C 250007 -E 1.0"
= . dassifiers
- | bayes
= || functions O DULlO MoOSLl: £.L1L3SCoTRT N
..... .
----- - ed cross-validation ===
- -
""" # LibLINEAR
---- & LibsVM assified Instances 143 71.5 :
""" - Classified Instances 57 28.5 %
----- # Logistic Meie 0.62
""" # MultilayerPerceptron e error 0.2867
q i - mared error 0.36848
-
[ _____ & REFNetwork olute error Th.4444 %
_____ - e sguared error 54.2395 %
| I - # simpleLogistic r of Instances 200
! ..... -
..... - | Bccuracy By Class ===
..... ‘
..... - TIF Rate FF Rate Precision Recall F-Measure ROC Rre:
----- - 0.54 0.087 0.808 0.54 0.524 0.324
- lazy 0.6&88 0.1 0.694 Q.88 0.8a87 0.835
[ | meta 0.84 0.093 0.6948 0.84 0.6a67 0.79&
G- mi i 0.7 0.12 0.66 0.7 0.68 0.854
Fiter... | [ Removefiter | [ Close | |- 0.715 0.095 0.714 0.715 0.714 0.852
| | “ 1 3
Status

Sekil 13. Weka Aracinin Veri Siniflandirma ArayUzU

Siniflandirma algoritmas1 “SMO” olarak secildikten sonra, algoritma ile ilgili test
secenekleri belirlenir. Bu segenekler, siniflandirict algoritmayi sectigimiz kismin hemen
altinda “Test options” kisminda verilmektedir. Yazarin Anadilini Tanimlamay:
gerceklestirmek i¢in ¢esitli siniflandirma algoritmalar1 kullanabilir. Bu ¢alismada, popiiler
ve gucli ti¢ siniflandirict: C4.5 karar agaglari, Naive Bayes ve SMO kabul etmistir.

WEKA’da veri madenciligi araglari, standart bir C4.5 algoritmas1 uygulanmaktadir.
C4.5, ID3 algoritmasinin bir uzantisi, bolme ve fethetme stratejisini ve entropi Ol¢iisiinii
nesnenin siniflandirilmast i¢in benimseyen Quinlan [27] tarafindan gelistirilen bir karar
agaci algoritmasidir. Onun amaci karigik nesneleri onlarin ilgili siniflarina yani nesnelerin
ozellikler degerlerine dayanarak siniflandirmaktir.

Wekada bir sonraki siniflandi1 olarak SMO seg¢ilmistir. Destek vektori siniflandiric

igin Platt’inin (1999) Sequential Minimal Optimization algoritmasi uygulanmistir [20]. Bu
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uygulama genel olarak tiim kayip degerleri degistirir ve nominal 6zellikleri binary haline
dontistiirtir. Ayn1 zamanda tim Ozellikleri varsayilan olarak normallestirir. Coklu sinif
problemleri, kullanilan ¢okterimli ¢ekirdek smiflandirma modeli kuruldugu zaman tek-

karsisinda-hepsi (one against all) yontemi kullanilarak ¢oziilmiistiir.



4. SONUCLAR

4.1. Giris

Bu boliimde gergeklenen uygulamalarin sonuglarini hem de Snemlerine bagh
olarak tartissimasmi  sunulacaktir. ilk olarak, gelistirilen uygulamanim sonuglar1  ve
degerlendirmek farkli 6nlemler siniflandirma sonuglar1 verilecektir. Bura farkli 6zellik
kiimeleri sonuglarini tartisilacak ve Karar agaci, Destek Vektor Makinesi ve Naive Bayes
simiflandiricilart performanslar1  karsilastirilacaktir. Boylece o6zellik kiimlerinin farkli
etkisini ve veri kiimesinin ve metin sayisi analiz edilecektir. Bu bélimdeki son uygulama
olarak 3 yabanci dilden birini ve ikisini dislayarak, {i¢ ve ikidil iginelde edilen

sonuglar1 degerlendirilmistir.

4.2. Simif Basma Dokiman Sayisinin Karsilastirllmast ve Siniflandirma
Teknikleri

Smiflandirma  teknikleri  performanslari  (Naive Bayes, C4.5 ve SMO)
karsilastirmak icin Yazarin Anadil Tanimlamast dogrulugunu 6l¢mek i¢in smiflandiricilar:
ayr1 ayrt uygulanmistir. Farkli boyutlu veri kiimesi i¢in ve her dort tip ozellikler igin
kullanildi. Sonuglar Sekil 14'de gosterildigi gibi SMO diger iki yOntemden daha iyi
performans gostermektedir.

Sekil 14'de veri kiimesinin boyutuna gore siniflandirma tekniklerinin performans
degisimleri gosterilmektedir. SMO smiflandirici, tarafindan Uretilen en iyi siniflandirma
sonucu 150 metinde olusan veri kiumesi icin %76.16 dogruluk saglamaktadir. J48

smiflandirici performansi iizerinde 6nemli bir degisim var.
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Dogruluk

80

70

60
50
40
30
20
10

50 Dokliman

100 Dokiiman

150 Dokiman

m SMO

72.5

70.25

76.16

m Naive Bayes 67

65

65

mJ48

60.5

54.5

61.83

Sekil 14. Siniflandirma Teknikleri Dogruluk Performanslarinin karsilastiriimasi

1
0.9
0.8
0.7
0.6
0.5
0.4
0.3
0.2
0.1
0 Kesinlik Duyarhhk Kesinlik Duyarhhk Kesinlik Duyarlihk
50 Dokliman 100 Dokiiman 150 Dokiiman
| ingilizce 0.8 0.88 0.793 0.88 0.699 0.86
B Farsca 0.696 0.64 0.679 0.55 0.679 0.593
M Almanca 0.586 0.68 0.592 0.61 0.599 0.567
B Turkce 0.585 0.48 0.533 0.56 0.61 0.573

Sekil 15. Naive Bayes Siniflandiricinin Kesinlik ve Duyarlilik 6l¢timleri
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1.2
1
0.8
0.6
0.4
0.2
0 Kesinlik | Duyarlilik | Kesinlik | Duyarhhk | Kesinlik | Duyarlilik
50 Dokiiman 100 Dokliman 150 Dokliman
| ingilizce 0.953 0.82 0.863 0.88 0.874 0.833
W Farsga 0.698 0.88 0.673 0.72 0.72 0.807
m Almanca 0.64 0.64 0.653 0.62 0.736 0.687
B Tarkce 0.636 0.56 0.615 0.59 0.725 0.72

Sekil 16. SMO Siniflandiricin Kesinlik ve Duyarlilik dlgtimleri

0.8
0.7
0.6
0.5
0.4
0.3
0.2
0.1
0
Kesinlik | Duyarlihk | Kesinlik | Duyarlilik | Kesinlik | Duyarhhk
50 Dokliman 100 Dokiiman 150 Dokiiman
| ingilizce 0.714 0.7 0.686 0.7 0.752 0.687
B Farsca 0.547 0.58 0.491 0.54 0.551 0.507
® Almanca | 0.509 0.56 0.474 0.46 0.527 0.587
B Tirkce 0.674 0.58 0.527 0.48 0.658 0.693

Sekil 17. J48 Siniflandiriciyla Kesinlik ve Duyarlilik 6l¢timleri

4.3. Ozellik Tiplerinin Etkisi

Bu ¢alismada, bir yazarin anadilinin tanimlanmasimin dogrulugu, 6nerilen 6zellik
tiirlerinin 6nemine ve kullanilan siiflandirma tekniklerinin performansina bagli olarak
arastirllmistir.  Sekil 18’de bir yazarin anadiline belirlenmesinde kullanilan 6zellik

tarlerinin katkis1 degerlendirilmis ve gosterilmistir.
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Sozliksel ve sozdizimsel Ozellikleri anadil tanimlamada iyi bir ayrit edicilik
yetenegi gostermektedir [27]. Ozellik kiimesi olarak az sayida yapisal oOzellikleri
kullanilmasima ragmen, bu 0zelliklerin smiflandirma performansina 6nemli katkilar
vardir. Bu durum anadili ayni olan yazarlarin tutarli yazim bigimlerinin yapisal 0zelliklere
yansitildigini géstermektedir.

Her smiftan 100 metinle yaptigimiz testlerde, bitln siniflandiricilar igin iyi
bir dogruluk seviyesi elde edilmistir. Farkli boyutlarda t¢ farkli veri kiimesi igin SMO
siniflandirict en yiiksek dogrulugu vermistir. Naive Bayes yapisal ozellikler igin
64.5 dogruluk ile en iyi performansi saglamaktadir. Sirasiyla 50, 100 ve 150 dokiman

tizerinde yapilan test sonuglar1 Sekil 18, 19, ve 20 de verilmistir.

70
60
50
a4
=}
S 40
>0
8 30
20
10
0 - "
Sozciksel Sozdizimsel Yapisal Icerige Ozgi
dzellikler Ozellikler Ozellikler Ozellikler
B SMO 61 59 60.5 56
H Naive Bayes 48.5 57.5 64.5 61
mJ48 45 62.5 63.5 55

Sekil 18. 50 dokiiman igin dzellikler Tipleri Etkisi ve Siniflandirma

Teknikleri Performanslarin1 Dogruluk 6lgtimleri sonuglar
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80
70
60
é_é 50
=}
5 40
o
o 30
20
10
0 - "
Sozciiksel Sozdizimsel Yapisal Icerige Ozgl
dzellikler Ozellikler Ozellikler Ozellikler
mSMO 67.75 62.5 60 61.25
M Naive Bayes 53.75 56.25 60.5 58.75
mJ48 46 51.75 60.25 52.75

Sekil 19. 100 dokiiman igin 6zellikler Tipleri Etkisi ve Siiflandirma

Teknikleri Performanslarin1 Dogruluk élgtimleri sonuglar

80
70
60
50
E
§ 40
w30
o
20
10
0 P
Sozciiksel Sozdizimsel Yapisal Igerige Ozgli
dzellikler Ozellikler Ozellikler Ozellikler
mSMO 69.1667 65.8333 58.1667 59.5
H Naive Bayes 49.33 53.3333 58.1667 64.5
mJ48 49.66 47.8333 59.3333 51

Sekil 20. 150 dokiiman icin 6zellikler Tipleri Etkisi ve Smiflandirma
Teknikleri Performanslarini Dogruluk 6lgtimleri sonuglari

4.4. Kullanilan Dil Sayisinin Etkisinin Degerlendirilmesi

Bu boélimde veri kimesindeki dil smiflar1 sayisinin etkisi degerlendirilmistir.

Uygulamada, adim adim ve her bir adimda test i¢in kullanilan dillerin sayis1 azaltilmistir.
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Sekil 21, 22 ve 23’te; test sonuglari verilmistir. Sekillerde verildigi gibi, veri
kiimesinden Turkce ve Farsca orneklerin ¢ikartilmasi sistem performansini 6nemli 6lgiide
artirmaktadir. Burada Alman kokenli yazarlarin Ingiliz kdkenli yazarlarin daha benzer
yazdiklarini ima etmektedir. Dolayistyla bir dilin ¢ikartilmasi ile kalan dillerden yazarlarin
arasindan daha iyi performansla anadil ayirt edilebilmektedir.

150 veriden olusan bir veri kiimesi kullanilmasi durumunda, en iyi dogruluk elde
edilmis ve t¢ smiflandirma teknikleri performansin 6nemli 6lclide arttign goriilmiistiir.

Naive Bayes, J48, ve SMO smiflandiricilarin performans artislar1 Sekil 23’de verilmistir.

90
80
70
60
50
40
30
20
10

Dogruluk

Tiirkge harig

Farsca haric

Almanca harig

mSMO

84

75.33

84

B Naive Bayes

78

73.33

72.66

mJ48

72.66

59.33

78

Sekil 21. 50 Dokiimandan olusan veri kiimesi icin bir dil hari¢ tutulmasi
durumunda Siniflandirma Dogruluklarmin karsilastiriimasi
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90
80
70
60
50
40
30
20
10

Dogruluk

Tirkge harig

Farsca harig

Almanca harig

mSMO

79

80.33

B Naive Bayes

70.33

74.33

w148

61.66

70.33

Sekil 22. 100 Dokiimandan olusan veri kiimesi icin bir dil hari¢ tutulmasi
durumunda Siniflandirma Dogruluklariin karsilastirilmasi

90
80
70
60
50
40
30
20
10

Dogruluk

Tirkge harig

Farsca harig

Almanca harig

mSMO

83.55

82

81.11

B Naive Bayes

75.11

71.77

75.11

mJ48

72.88

69.11

73.77

Sekil 23. 150 Dokiimandan olusan veri kiimesi icin bir dil hari¢ tutulmasi
durumunda Siniflandirma Dogruluklarinin karsilastirilmasi
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0.9
0.8
0.7
0.6
0.5
0.4
0.3
0.2
0.1

Kesinlik

Duyarhhk

Kesinlik

Duyarhhk

SMO

Kesinlik

Duyarhhk
148

Naive Bayes

W ingilizce

0.739

0.927

0.897

0.867

0.803

0.813

B Farsca

0.746

0.667

0.745

0.82

0.705

0.687

W Tirkce

0.773

0.66

0.8

0.747

0.704

0.713

Sekil 24. Ug dil (Almanca haric) icin 150 Dokiiman Gzerindeki Kesinlik ve
Duyarhlik 6l¢iim sonuglari

0.9
0.8
0.7
0.6
0.5
0.4
03
0.2
0.1

Kesinlik

Naive Bayes

Duyarhhk

Kesinlik
SMO

Duyarhhk

Kesinlik

148

Duyarhhk

W ingilizce

0.894

0.847

0.733

0.84

0.83

0.747

M Farsga

0.792

0.84

0.811

0.713

0.72

0.72

= Almanca

0.826

0.82

0.719

0.7

0.655

0.72

Sekil 25. Ug dil (Tiirkce harig) icin 150 Dokiiman tizerinde Kesinlik ve
Duyarhlik 6l¢iim sonuglari
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0.9
0.8
0.7
0.6
0.5
0.4
0.3
0.2
0.1

Kesinlik | Duyarhhk | Kesinlik | Duyarlilik | Kesinlik | Duyarhhk
Naive Bayes SMO 148

| ingilizce 0.763 0.86 0.91 0.88 0.772 0.747

m Almanca | 0.662 0.613 0.782 0.74 0.601 0.613

m Tarkce 0.718 0.68 0.773 0.84 0.704 0.713

Sekil 26. Ug dil (Farsca haric) icin 150 Dokiiman tizerinde Kesinlik ve
Duyarhlik 6l¢iim sonuglari

Sekil 27, 28 ve 29°da, dil sayis1 ikiye diisiiriilmiis ve her asamada bir dil Ingiliz
koken yazarlarla karsilagtirilmistir. Sonuglara gostermektedir ki veri kiimesinden iki dil
¢ikartilmasi durumunda sistem performansini énemli Olclide artirmaktadir. Elde edilen
sonuglara Alman kokenli yazarlarla Ingiliz kokenli yazarlarin daha benzer yazdiklarini ima
etmektedir. Ancak, Fars kokenli yazarlar ile diger kokenli yazarlar arasinda en diisiik
benzerlik oldugu goriilmiistiir. Dolayisiyla, iki dilin c¢ikartilmasi durumunda, kalan

dillerden Ingilizce yazarlarin ana dilleri daha iyi performansla ayirt edilebilmektedir.
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120
100
~ 80
=
° 60
>aD
o
e 40
20
0 : . :
Ingilizce-Farsca Ingilizce-Almanca Ingilizce-Turkce
mSMO 96 93 94
H Naive Bayes 88 88 36
mJ48 90 78 3

Sekil 27. 50 Dokiimandan olusan veri kiimesi i¢in iki dil tutulmasi
durumunda Siniflandirma Dogruluklarinin karsilagtiriimasi

98
96
94
92
90
88
86
84
82
80
78

Dogruluk

ingilizce-Farsga

ingilizce-Almanca

ingilizce-Tiirkce

mSMO

91

93

95.5

H Naive Bayes

85.5

87

85

mJ48

88

88.5

87.5

Sekil 28. 100 Dokiimandan olusan veri kiimesi icin iki dil tutulmasi
durumunda Siniflandirma Dogruluklarinin karsilastirilmasi
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96
94
92
90
88
86
84
82
80
78
76

Dogruluk

ingilizce-Farsca

ingilizce-Almanca

ingilizce-Tiirkce

mSMO

90.66

92.66

94

H Naive Bayes

86.66

84

87.66

mJ48

88.66

82.33

82.66

Sekil 29. 150 Dokiimandan olusan veri kiimesi icin iki dil tutulmasi
durumunda Siniflandirma Dogruluklarinin karsilastirilmasi

Kesinlik | Duyarlilik | Kesinlik | Duyarhhk | Kesinlik | Duyarllik
Naive Bayes SMO J48
mingilizce | 0.816 0.947 0.901 0.913 0.892 0.88
B Farsga 0.937 0.787 0.912 0.9 0.882 0.893

Sekil 30. Iki dil (Ingilizce-Fars¢a) 150 Dokiiman tizerinde Kesinlik ve
Duyarlilik 6lglsu ile karsilastirmaktadir
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0.95

0.9

0.85

0.8

0.75

0.7

Kesinlik

Duyarhhk

Naive Bayes

Kesinlik

Duyarhihk

SMO

Kesinlik

Duyarhhk
148

= ingilizce

0.819

0.873

0.944

0.907

0.844

0.793

® Almanca

0.864

0.807

0.91

0.947

0.805

0.853

Sekil 31. iki dil (Ingilizce-Almanca) 150 Dokiiman iizerinde Kesinlik ve
Duyarlilik 6lcusu ile karsilagtirmaktadir

0.95

0.9

0.85

0.8

0.75

0.7

Kesinlik

Duyarhlik

Naive Bayes

Kesinlik

Duyarhlik

SMO

Kesinlik

148

Duyarhlik

= ingilizce

0.83

0.947

0.958

0.92

0.836

0.813

B Turkce

0.938

0.807

0.923

0.96

0.818

0.84

Sekil 32. iki dil (Ingilizce-Tiirkge) 150 Dokiiman tizerinde Kesinlik ve
Duyarlilik 06l¢iisu ile karsilagtirmaktadir
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100
90
80
70
60
50
40
30
20
10

Dogruluk

Dort Dil Ug Dil iki dil
HSMO 76.16 82.22 92.44
H Naive Bayes 65 73.99 86.1
mJ48 61.83 71.92 84.55

Sekil 33. 150 Dokiimandan olusan veri kiimesindeki dil sayisinin etkisi
Dogruluklarinin karsilagtirilmasi

Sekil 30, 31 ve 32 sadece iki dil i¢in smiflandiricilarin kesinlik ve duyarlilik 6lglim
sonuclart verilmistir. Sekil 33’de ise Onerilen yontemi daha kapsamli bigimde
degerlendirmek i¢in degisen dil sayisinin etkisinin 6lglim sonuglar1 gosterilmistir. Burada,
degerlendirmede c¢ok sayida veya az sayida dil kullanimi durumlari géz Oniine alinarak,
sistemin performansi Ol¢iilmiistiir. Dolayisiyla, dil sayis1 her asamada bir azaltilmis ve
kalan diller i¢in karsilastirilmalar yapilmistir. 150’ser doklimandan olusan veri kiimesi
tizerinde elde edilen dogruluk sonuglar1 sekilde verilmistir. Beklendigi gibi dil sayisi
azaltildiginda, siniflandirma performansi artmaktadir. Yine, SMO siiflandirict en iyi

performansi1 gostermektedir.



5. ONERILER VE GELECEK CALISMALAR

Bu Calismada, Web Tabanli metinlerin yazarinin Anadilini Tanimlamasi i¢in bir
yontem onerilmistir. Onerilen yontem ve yaklasimlar ile yapilan ¢alismanin sonuglari,
cevrimi¢i metinlerin Yazarlarin Anadillerinin %80 Uzerinde bir dogrulukla tespit
edebilecegini gostermektedir. Ayn1 zamanda elde edilen sonuglar, sozliiksel ve igerige
Ozgii ozelliklerin online metin yazarlarinin belirlenmesinde, belli bir diizeyde ayirt edicilik
gosterdikleri tespit edilmistir.

SMO g¢evrimi¢i metinlerin yazarlarinin anadillerinin belirlenmesinde Naive Bayes
ve C4.5 metotlarima gore daha basarili olmustur. Sonuglar gostermektedir ki, 6nerilen
yontem ve yaklasimlar, siber uzaydaki yazarlarin anadil kimligini otomatik olarak takip
edilmesi ve belirlenmesi yetenegine sahiptir.

Guniimuzde, ¢evrimigi ortamlarda yazarlarin analizi ve kimliklendirilmesi yeni bir
caligma alanini olusturmaktadir. Bu o6zellikle yazarlarin kimliklendirilmesi konusu
oniimiizdeki yillarda daha sonraki bir ¢alisma olarak daha ayrintili incelenebilir. Diger
yandan, yazar karakterizasyonu arastirmacilar igin ¢ok daha ilging calisma alanim
olusturmaktadir. Yazarin Anadilini Tanimlama, cinsiyet ve Yazarin Psikoloji durum
gelecekte yapilacak diger iliskili arastirma konularidir. Gelecekte, bu konularda
Ozelliklerin en uygun kiimesi tanimlamak Web tabanli metinlerde Yazarin Anadilinin,
cinsiyetinin ve diger 6zelliklerinin Tanimlamas1 gelecek ¢aligmalarin en énemli konularin
olusturacaktir. Yine daha fazla ve farkli dillerde c¢ok daha kisa metinlerin (yani Facebook
mesajlari, Twitter tweets) yazarlarinin analiz edilmesi ve tanimlanmasi diger gelecek

calismalarimizi olusturacaktir.
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7. EKLER
Ek A. Kelime Zenginligi Olciitleri

Yule’nin K 6lgitd:

1~ iy
— 104 _= § (=
Yules K = 10 ( N+ Vl(N))

i=1

Simpson D ol¢itd:
i-1

i
SimpsonsD = YV_. V.-
p i=1"% Ny N—1

Sichel S olgutu:

Hapax Dislegomena sayimi
v

Sichels S =

Honore R o6lgti:

100 10g10 N
Hapax legomena sayumi
1 v

Honores R =

Entropy 6lcuti:

Entropy = 31 Vi(= logioy) v

V: Farkli kelimelerin say1s1

Vi: 1 kez goriilen farkli kelimelerin sayisi

N: Kelimelerin toplam sayist

Hapax Dislegomena: sadece iki kez meydana gelen kelimeler

Hapax Legomena: sadece bir kez meydana gelen kelimeler



Ek B. Fonksiyon Kelimelerin Listesi

Article Words

a

an

the

Pro-Sentence Words

yes

no

okay

OK

Pronoun Words

all everybody his most other that what your
another everyone | much  others theirs whatever yours
any everything it myself ours them which yourself
anybody few its neither ourselves no one several
themselves anyone he itself  who anything  she these
whichever  her little nobody they whoever  some whom
yourselves  both many  none hers this each whose
herself me nothing other  somebody whomever those something
each him mine one someone  US either himself
more one another we you

Auxiliary Verbs

are shouldn’t  has don’t re were ’s had
can won’t ve can’t could wouldn’t  shan’t have
didn’t aren’t mightn’t mustn’t  does be been may
hadn’t cannot was wasn’t hasn’t couldn’t  weren’t  should
haven’t do 11 would isn’t doesn’t ’d will
might ’d ain’t Is shall ’S did

Conjunction Words

and or though now that if while
because yet unless even though now that

nor SO when although only if whether
in order whereas even or that in

if not case until
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Interjection Words

adios bah dear Ha-ha howdy 0ops tush whoosh
ah begorra  doh hail hoy ouch tut Wow
aha behold duh hallelujah  huh phew Tutetut  yay
ahem bejesus  eh heigh-ho humph phooey  ugh yikes
ahoy bingo encore hello hurray pipepip  uh-huh  yippee
alack bleep eureka hem hush pooh uh-oh yo

alas boo fie hey indeed pshaw uheuh yoicks
all hail bravo gee hey presto jeepers creepers
rats viva yoo-hoo  whiz hi jeez righto voila
alleluia bye gee hip lo and behold scat
yuk aloha cheerio gesundheit dog ooh Touch whoops
amen cheers goodness  hmm man shoo well zap
wahoo yummy  gosh ho my word shoot whoa
attaboy ciao aw crikey great ho hum now

o) long whoopee  ay cripes hah hot

Adposition Words

aboard astride down of through worth on account of
about at during off throughout  according to on behalf of
above athwart except on till ahead to Out from
absent atop failing onto considering asto out of
across barring following  opposite  toward aside from  Outside of
after before for out towards Because of  Owing to
against behind from outside  under close to Prior to
along below in over underneath  due to Pursuant to
alongside  beneath inside past unlike except for Regardless of
amid beside into per until far from Subsequent to
amidst besides like plus up into as far as
among between  mid upon regarding into regarding
amongst beyond minus round via considering  concerning
around but near save with instead of regarding
as by next since within near to in front of
aslant despite Versus than without next to in lieu of
in place of in spite of onto onto on top of Versus concerning
apart from to Not with

standing
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Ek C. Kisaltma Kelimeler Listesi

Kisaltma Kelimeler Listesi

Dr. Pres. Jr. Mr. Mrs. Ms. etc. Inc.
Co. dept. hr. Mon. Tues. Wed. Thurs. Fri.
Sat. Sun. in. ft. yd. cm mm cc
mm cm kw ft. ar. in. Ib. 0Z.
pt. gt. tsp. tbsp. yd. St. Ave. Ct.
Ln. Blvd. Cir. mtn. Long. Rd. ft. Terr.
Hwy. Pkwy.
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